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概要

　現在、機械学習はあらゆる分野で応用されている。しかし、機械学習の計算コストは膨大であり、そ
の計算コストを削減することは重要な課題である。そこで、機械学習の計算を量子コンピューター上で
行い、計算を効率化することが期待されている。この研究分野を量子機械学習と呼ぶ。
現在開発されている量子コンピューターは、数百量子ビット程度で、ノイズが大きく、量子ビット

同士の相互作用が近接のものだけである。そのような量子コンピューターを Noisy Intermediate-Scale

Quantum Computer (　
ニ ス ク
NISQ　)と呼ぶ。NISQはノイズの影響を受けるため、使用できる量子ゲート数が

制限される。そのような制約の中でも動作する量子アルゴリズムとして、変分量子アルゴリズムが注目
されている。変分量子アルゴリズムは、古典コンピューターと組み合わせて最適化問題を解くアルゴリ
ズムである。特に、変分量子アルゴリズムの枠組みで、量子機械学習の効率化も研究されている。しか
し、変分量子アルゴリズムにおいては、コスト関数の勾配消失問題が最適化における大きなボトルネッ
クとなっている。
本研究は、量子機械学習における識別モデルのコスト関数の勾配消失問題について、訓練データの入

力が与える影響を解析した。その結果、訓練データ入力後の量子状態のエンタングルメントの大きさや
訓練データの入力を行うための量子回路の表現能力の高さが最適化を困難にしうることが分かった。そ
して、その解析結果が数値計算と矛盾しないことを確認した。また、訓練データがガウス分布に従う場
合について、その訓練データの分散がコスト関数の勾配のスケーリングにおいて重要な役割を果たすこ
とを示した。
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記号リスト
N 自然数
R 実数
C 複素数
δij Kronecker のデルタ
x,θ 実数ベクトル
n 量子ビット数
L 量子回路の層数
d, 2n n 量子ビットの系の次元
1 単位行列

U, V,W ユニタリ
U(d) d× d 次元のユニタリ群
U U(d) の部分集合
H Hilbert 空間
ρ, σ 密度演算子
ρ(·) 縮約密度演算子
S(H) H 上の密度演算子の集合
L(H) H 上のベクトルに作用する線形演算子の集合

1, X, Y, Z; P0, P1, P2, P3 Pauli 行列
P Pauli 群
C Clifford 群
E ユニタリチャネル
N ノイズチャネル
L 量子機械学習におけるコスト関数

κ(·, ·) カーネル
O オブザーバブル
O Big-O 記法

i, j, k, l, p, q 添字
i, j,p, q ベクトル添字
F フレームポテンシャル
ϵU 量子回路の表現力

µHaar Haar 測度
∥·∥p Schatten p–ノルム

DHS(·, ·) Hilbert–Schmidt 距離

4



量子ゲート
Name Circuit Matrix

Identity 1

1 0

0 1


Pauli-X X

0 1

1 0


Pauli-Y Y

0 −i
i 0


Pauli-Z Z

1 0

0 −1


Hadamard H 1√

2

1 1

1 −1


Phase S

1 0

0 i


T T

1 0

0 eiπ/4


x-rotation Rx(θ)

 cos θ
2 −i sin θ

2

−i sin θ
2 cos θ

2


y-rotation Ry(θ)

cos θ
2 − sin θ

2

sin θ
2 cos θ

2


z-rotation Rz(θ)

e−iθ/2 0

0 eiθ/2



CX, CNOT


1 0 0 0

0 1 0 0

0 0 0 1

0 0 1 0



SWAP


1 0 0 0

0 0 1 0

0 1 0 0

0 0 0 1



CZ
Z


1 0 0 0

0 1 0 0

0 0 1 0

0 0 0 −1
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第1章 序論

1.1 研究背景
量子コンピューターの研究は、1980年代に Paul Anthony Benioff、David Deutsch、Richard Feynman

などらが量子力学に基づいたコンピューターによる計算を提案したところから始まった [1–3]。量子コン
ピューターは、量子力学の性質を帯びる系（2準位系）を情報の最小単位として用いるコンピューター
である。その最小単位を量子ビットと呼ぶ。量子ビットは、重ね合わせやエンタングルメントといった
量子力学的性質を持つ。これらの性質を利用することで、量子コンピューターは従来のコンピューター
よりもある種の計算を効率的に行うことができるのではないかと期待されている。以降では、従来のコ
ンピューターのことを古典コンピューターと呼ぶ。
1990年代に入るとさまざまな量子アルゴリズムが提案されるようになり、とりわけ、Peter Shor が、

素因数分解問題を多項式時間で解く量子アルゴリズム [4]（Shor のアルゴリズム）を発表したことで、量
子コンピューターの研究が注目されるようになった。というのも、古典コンピューターでは素因数分解
問題を解くための計算量は指数関数的に増大するが、その計算量的な難しさこそが、RSA 暗号の安全性
を保証しているからである。
それ以来、より一層研究が進められ、量子計算理論の構築・量子アルゴリズム開発・量子コンピュー

ターのソフトウェア/ハードウェア開発など、多方面の知識と技術が向上していった。そして、2010年
代には D-wave の量子アニーリングマシン、Google と IBM の超伝導量子コンピューターが登場した。
最近では、Google や IBM が量子超越に関する論文 [5, 6]を発表したことで、より量子コンピューター
の研究が注目されている。
Shor のアルゴリズム以外にも、非構造的なデータベースから欲しいデータを見つける量子アルゴリズ

ム [7]（1995年：Grover のアルゴリズム）や、線型方程式を解く量子アルゴリズム [8]（2009年：HHL

アルゴリズム）などの効率的な量子アルゴリズムが提案された。これらのアルゴリズムは、量子並列性・
エンタングルメントといった量子力学的性質をうまく利用することで、古典計算より効率的であると期
待されている。
これらのアルゴリズムを実装するには、大規模で誤り訂正可能な量子コンピューターが必要である。

しかしながら、現在開発されている量子コンピューターは、中規模（数百量子ビット）であり、ノイズが
大きく、量子ビット同士の相互作用は近接のものだけである。そのような量子コンピューターを 　

ニ ス ク
NISQ　

(Noisy Intermediate-Scale Quantum Computer)と呼ぶ [9]。NISQは誤り訂正機能を持たず、ノイズの
影響を受けやすいため、使用する量子ゲートの数をなるべく少なくする必要がある。
そのような量子ビット数と量子ゲート数の制約の中でも動作する量子アルゴリズムとして、変分量子

アルゴリズム（Variational Quantum Algorithm, VQA）[10]が注目されている。なぜなら、このアルゴ
リズムはノイズに強く、少ない量子ゲートで実装できるという特徴があるからである。変分量子アルゴ
リズムは、古典コンピューターと組み合わせて最適化問題を解くアルゴリズムである。最適化問題とは、
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第 1 章 序論

ある関数の値を最小化（あるいは最大化）するようなパラメーターの値を求める問題である。変分量子
アルゴリズムにおいては、パラメーター化された量子状態を試行関数として用いる。そして、その試行
関数のパラメーターを古典コンピューター上で更新することで、コスト関数と呼ばれる関数の値を最小
化するように学習する。初めは、量子化学計算における変分量子固有値ソルバー（VQE） [11]や、組
み合わせ最適化問題における変分量子近似最適化（QAOA） [12]のアルゴリズムとして提案された。し
かし、変分量子アルゴリズムは、問題をコスト関数に書き換えることができれば、どのような問題にも
適用できる。そのため、応用範囲は極めて広く、量子化学計算 [11, 13, 14]、量子シミュレーション [15,

16]、量子コンパイリング [17, 18]、機械学習 [19–22]といった様々な分野で研究されている。このよう
に、変分量子アルゴリズムは NISQ 時代における有望なアルゴリズムとして注目されている。
そんな中、変分量子アルゴリズムにおいて、バレンプラトーと呼ばれるコスト関数の勾配消失が起こ

りうることが判明した [23]。バレンプラトーとは、コスト関数の勾配の平均が 0で、勾配の分散が量子
ビット数に関して指数関数的に小さくなる現象のことである。よって、バレンプラトーが起きると、コ
スト関数の勾配を正確に推定するために指数関数的に多くの測定が必要となり、効率的な学習ができな
くなる [24]。バレンプラトーを引き起こす原因は 1つではなく、量子変分回路の構造 [23, 25, 26]や、測
定するオブザーバブル [27]、ノイズ [28]、訓練データの入力 [29, 30]など複数の原因が先行研究で指摘
されている。

1.2 本研究の目的と結果
近年、機械学習はさまざまな分野で著しい成果を上げているが、その一方で、高い計算コストが問題

となっている。例えば、2022年に公開された ChatGPT-3 は最大 1750億個のパラメーターを持つ大規
模言語モデルである。そのような巨大なモデルを学習するためには、多くの計算機と数週間から数ヶ月
に及ぶ学習が必要とされる。このように、機械学習の計算コストは膨大であり、その計算コストを削減
することは重要な課題である。そこで、機械学習の計算を量子コンピューター上で行い、計算を効率化
することが期待されている。この研究分野を量子機械学習 [31]と呼ぶ。
量子計算の機械学習への応用は、変分量子アルゴリズムの登場以前からあり、HHL アルゴリズムを応

用したアルゴリズムが提案されていた。しかし、NISQ 上での実装が難しいため、最近では変分量子ア
ルゴリズムを応用した機械学習アルゴリズムが次々と提案されるようになった。量子ニューラルネット
ワーク（QNN） [19, 20]、量子畳み込みニューラルネットワーク（QCNN） [32]、量子カーネル法 [21,

22]などがその例である。
本研究は、変分量子アルゴリズムの文脈における教師あり量子機械学習の効率化に焦点を当てた。量

子機械学習アルゴリズムの効率化においては、訓練データとその入力方法（以降、二つを合わせて「デー
タ入力」と呼ぶ）が重要であることが指摘されており [33, 34]、先ほど述べたバレンプラトーとの関連も
見出された [29, 30]。しかしながら、多くのバレンプラトー研究は主に学習回路の構造に着目してきた
ため、データ入力がバレンプラトーに与える影響は十分には理解されていない。そこで、特に、量子機
械学習に特有のデータ入力がバレンプラトーにどのような影響を与えるのか評価した。バレンプラトー
は複数の原因によって生じるため、データ入力によるバレンプラトーの評価においては、他の原因を排
除した量子回路の設定の下で解析を行った。その結果、データ入力後の量子状態のエンタングルメント
が多い、あるいは、訓練データを入力するための量子回路（以降、入力回路と呼ぶ）の表現能力が高い
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第 1 章 序論

ほど、コスト関数の勾配の分散の上界が小さくなり、バレンプラトーにつながることが明らかになった。
そして、具体的な入力回路を用いたシミュレーションの結果と解析計算の結果を比較することで、解析
計算の妥当性を確認した。また、量子回路に入力する訓練データにガウス分布を仮定し、絶対誤差のコ
スト関数の勾配の分散の下界についても解析を行った。その結果、絶対誤差のコスト関数の勾配の分散
の下界において、訓練データの分散が大きな役割を果たすことが分かった。

1.3 本論文の構成
本論文の構成は以下の通りである。

• 第 2章では、量子回路の要素と量子計算の基礎について述べる。

• 第 3章では、変分量子アルゴリズムとバレンプラトーについて述べる。

• 第 4章では、バレンプラトーの解析に必要となるハール分布とユニタリ t–デザインについて述べる。

• 第 5章では、量子機械学習におけるバレンプラトーの解析として、コスト関数の勾配の分散の上
界をデータ入力の観点から導出する。

• 第 6章では、量子機械学習におけるバレンプラトーの解析として、コスト関数の勾配の分散の下
界をデータ入力の観点から導出する。

• 付録には、本論文で用いる定理・補題の証明、その他の補足を記す。

8



第2章 量子回路

ここでは、量子計算を記述するための量子回路モデルについて説明する。量子回路モデルとは、量子
計算を記述するための最も一般的なモデルである。量子回路は次の 3つの要素からなる。量子ビットと
呼ばれる状態を保持する量子系、量子ゲートと呼ばれる量子系の時間発展を表す操作、そして測定と呼
ばれる量子系の状態から情報を読み出す操作である。この章では、これらの要素と後の章で必要となる
指標について説明する。

2.1 量子ビット
1量子ビット

古典コンピューターにおいて、情報を表現する最小単位はビットである。ビットは 2つの状態を持ち、
これらを 0と 1で表す。物理的には、電圧の高低や、磁化の向きなどの 2つの状態によって実現される。
量子コンピューターにおいては、量子ビットがこれに対応する。量子ビットは 2準位系と呼ばれる 2つ
のエネルギー準位を持つ量子系によって実現される。その 2つのエネルギー準位にある状態を |0⟩ , |1⟩
と表す。量子系の状態は複素 Hilbert 空間の単位ベクトルとして記述されるが、特に、|0⟩ , |1⟩ は 1量子
ビットの状態空間 C2 において正規直交基底を成し、計算基底と呼ばれる。よって、

|0⟩ :=

1
0

, |1⟩ :=

0
1

 (2.1.1)

とする。1量子ビットの任意の（純粋1）状態 |ψ⟩ は、次のように計算基底の重ね合わせによって表すこ
とができる。

|ψ⟩ = α |0⟩+ β |1⟩ =

α
β

 (2.1.2)

ただし、α, βは複素数で、|α|2 + |β|2 = 1を満たす。
1量子ビットの状態は、より幾何的に、図 2.1.1にあるような単位球面上の 1点として表現することが

できる2。この単位球は Bloch球と呼ばれる。Bloch球面上の点は、

|ψ⟩ = eiδ
[
cos

(
θ

2

)
|0⟩+ eiφ sin

(
θ

2

)
|1⟩
]

(2.1.3)

と表すことができる。δ, θ, φは実数で、eiδ を絶対位相、eiφ を相対位相と呼ぶ。絶対位相は測定によっ
ては観測できず、絶対位相のみ異なる 2つの状態を区別することはできないため、一般には無視するこ
とができる。

12.2にて説明する。
2計算基底の内積は 0 であるが、Bloch 球面上では平行になっていることに注意。
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第 2 章 量子回路

φ

θ

x̂

ŷ

|0⟩

|1⟩

|ψ⟩

図 2.1.1: 1量子ビットの状態に対応する Bloch球面上の点

量子回路において、1量子ビットは 1本の配線のように描かれる。

|0⟩

左端の |0⟩ は初期状態を表す。この配線上に、量子ゲートや測定などの操作を表す記号を並べること
で量子回路を表現する。この配線は物理的実態があるわけではなく、量子ビットの状態にどのような操
作を加えるかを、時系列に沿って左から右に並べて表現するためのものである。

多量子ビット

n 量子ビットの状態空間は、1量子ビットの状態空間のテンソル積空間 (C2)⊗n で表される。正規直交
基底は、各量子ビットの計算基底のテンソル積のすべての組み合わせによって与えられる。つまり、

{|i1⟩ ⊗ |i2⟩ ⊗ · · · ⊗ |in⟩ | i1, i2, · · · , in ∈ {0, 1}} (2.1.4)

である。簡単のため、|i1i2 · · · in⟩ := |i1⟩ ⊗ |i2⟩ ⊗ · · · ⊗ |in⟩ と書くこともある。左から第 k 番目の量子
ビットを、第 k 量子ビットと呼ぶ3。
テンソル積は、次のように計算を行う。

|ψ⟩ ⊗ |φ⟩ =

α
β

⊗
γ
δ

 =


α

γ
δ


β

γ
δ



 =


αγ

αδ

βγ

βδ

 (2.1.5)

3書籍によって右から数えることもある。
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例えば、2量子ビットの計算基底は次で与えられる。

|00⟩ =


1

0

0

0

, |01⟩ =


0

1

0

0

, |10⟩ =


0

0

1

0

, |11⟩ =


0

0

0

1

 (2.1.6)

3量子ビット以上の場合も同様に計算する。このことから、n 量子ビットの状態は、2n 次元の複素ベ
クトルで表現されることがわかる。
n 量子ビットの任意の（純粋）状態 |ψ⟩ は、次のように計算基底の重ね合わせによって表すことがで

きる。

|ψ⟩ =
∑

i1, i2, ··· , in∈{0, 1}

ci1i2···in |i1i2 · · · in⟩ (2.1.7)

ただし、ci1i2···in は複素数で、
∑

i1, i2, ··· , in∈{0, 1} |ci1i2···in |
2 = 1を満たす。

量子回路において、n 量子ビットは、以下のように n 本の配線を縦に並べることで表現される。

|0⟩
|0⟩

...

|0⟩

上から第 k 番目の量子ビットを、第 k 量子ビットと呼び、テンソル積の表現における第 k 量子ビッ
トと対応づける。

2.2 純粋状態と混合状態
計算基底の重ね合わせによって表現できる状態を純粋状態と呼ぶ。しかし、実際の量子コンピューター

上の量子状態は外部ノイズの影響を受けて純粋状態にいつまでも留まることはできず、様々な状態が混
ざった状態になる（重ね合わせとは異なる）。例えば、古典的な確率 pi で |ψi⟩ にあるような状態であ
る（ただし、∑i pi = 1）。このような状態を混合状態と呼ぶ。混合状態は、次のように定義される密度
演算子 ρ として表される。

ρ =
∑
i

pi |ψi⟩⟨ψi| (2.2.1)

一方、純粋状態は ρ = |ψ⟩⟨ψ| と表すことができる。純粋状態であっても、混合状態であっても、常に
Tr[ρ] = 1 が成り立つ。
純粋状態と混合状態の違いの指標として、純粋度がある。純粋度は、量子状態がどれくらい純粋状態

に近いかを表す尺度であり、Tr
[
ρ2
] で定義される。純粋状態の場合、Tr

[
ρ2
]
= Tr[ρ] = 1 である。一方、

混合状態の場合、Tr
[
ρ2
]
< Tr[ρ] = 1 である。混合状態の中でも、ρ = 1/d と表されるものを最大混合
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状態と呼ぶ。ただし、量子ビット数 を n とし、d = 2n と定めた。その純粋度は、Tr
[
ρ2
]
= 1/d であ

る。一般に、純粋度は、1/d ≤ Tr
[
ρ2
]
≤ 1 の範囲をとる。

状態 (2.1.3) の密度演算子は単位ベクトル r = (rx, ry, rz) = (cosφ sin θ, sinφ sin θ, cos θ) とパウリ行
列 σ := (X,Y, Z) を用いて次のように表すことができる。

|φ⟩⟨φ| =

 cos2( θ2) e−iφ sin
(
θ
2

)
cos
(
θ
2

)
eiφ sin

(
θ
2

)
cos
(
θ
2

)
sin2( θ2)


=

1

2

1 + cos θ e−iφ sin θ

eiφ sin θ 1− cos θ


=

1

2
(1+ (cosφ sin θ)X + (sinφ sin θ)Y + (cos θ)Z)

=
1

2
(1+ r · σ) (2.2.2)

2.3 量子ゲート
2.3.1 1量子ビットゲート

量子ゲートとは量子状態に作用させるユニタリ演算子のことである。量子回路において、初期状態 |ψ⟩
にユニタリ演算子 U を作用させ、U |ψ⟩ という状態に変換する過程を以下のように表す。

U |ψ⟩|ψ⟩ U

以下に代表的な 1量子ビットゲートを示す。計算基底によってユニタリ演算子を行列表示する。

パウリゲート

1 = |0⟩⟨0|+ |1⟩⟨1| =

1 0

0 1

 (2.3.1)

X = |1⟩⟨0|+ |0⟩⟨1| =

0 1

1 0

 (2.3.2)

Y = i |1⟩⟨0| − i |0⟩⟨1| =

0 −i
i 0

 (2.3.3)

Z = |0⟩⟨0| − |1⟩⟨1| =

1 0

0 −1

 (2.3.4)
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Hadamard ゲート H、位相ゲート S、Tゲート T

H = |+⟩⟨0|+ |−⟩⟨1| =
1√
2

1 1

1 −1

 (2.3.5)

S = |0⟩⟨0|+ i |1⟩⟨1| =

1 0

0 i

 (2.3.6)

T = |0⟩⟨0|+ eiπ/4 |1⟩⟨1| =

1 0

0 eiπ/4

 (2.3.7)

ただし、|±⟩ := 1√
2
(|0⟩ ± |1⟩) である。

回転ゲート Rx, Ry, Rz

n を 3次元の単位ベクトル、σ = (X,Y, Z) をパウリ行列のベクトルとする。任意の正方行列 A に対
して、exp(iAθ) = cos(θ)1 + i sin(θ)A であることを用いると、Rn := exp(−iθn · σ/2) を三角関数に
よって次のように表すことができる。

Rn := exp(−iθn · σ/2) = cos

(
θ

2

)
1− i sin

(
θ

2

)
(n · σ) (2.3.8)

特に、n = (1, 0, 0), (0, 1, 0), (0, 0, 1) のとき、Rn は Bloch球面上で x, y, z 軸周りの回転を表す。よっ
て、これらの軸周りの回転を表すゲートを Rx, Ry, Rz と定義する。

Rx(θ) := e−iθX/2 = cos

(
θ

2

)
1− i sin

(
θ

2

)
X =

 cos θ
2 −i sin θ

2

−i sin θ
2 cos θ

2

 (2.3.9)

Ry(θ) := e−iθY/2 = cos

(
θ

2

)
1− i sin

(
θ

2

)
Y =

cos θ
2 − sin θ

2

sin θ
2 cos θ

2

 (2.3.10)

Rz(θ) := e−iθZ/2 = cos

(
θ

2

)
1− i sin

(
θ

2

)
Z =

e−iθ/2 0

0 eiθ/2

 (2.3.11)

ブロッホ球面上の点は、直交する 2つの軸周りの回転の合成で任意の点に移すことができる。よって、
任意の 1量子ビットゲートは、Rx, Ry, Rz のいずれか 2つの軸周りの回転の合成で表すことができる。

2.3.2 制御ゲート

制御ゲートとは、制御ビットが |1⟩のときのみ、標的ビットにユニタリ演算子 U を作用させるゲート
である。制御ビットが |0⟩のときは、標的ビットに何も作用させない。この制御ゲートを用いることで、
複数量子ビット間にエンタングルメント（2.5 節）という量子力学的な相関を作り出すことができる。一
般に、第 i 量子ビットを制御ビット、第 j 量子ビットを標的ビットとする制御ゲートを Ci

j [U ] と表す。
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行列表示すると、

Ci
j [U ] = |0⟩⟨0| ⊗ 1+ |1⟩⟨1| ⊗ U =


1 0 0 0

0 1 0 0

0 0 U11 U12

0 0 U21 U22

 (2.3.12)

量子回路において、第 i 量子ビットを制御ビット、第 j 量子ビットを標的ビットとする制御ゲートを
次のように表す。

i, |ψ⟩

j, |φ⟩ U

制御ビットと標的ビットは、複数の場合もある。例えば、n個の量子ビットのうち、i1, i2, · · · , ik 番目
の量子ビットを制御ビット、j1, j2, · · · , jl 番目の量子ビットを標的ビットとする制御ゲートを Ci1i2···ik

j1j2···jl [U ]

と表す。

CNOT ゲート

U = X のときの制御ゲートを CNOT ゲートと呼ぶ。制御ビットが |1⟩のときのみ、標的ビットにX

ゲートを作用させるゲートである。制御ビットと標的ビットを明示する場合は、Ci
j [X] と表す。行列表

示すると、

Ci
j [X] = |0⟩⟨0| ⊗ 1+ |1⟩⟨1| ⊗X =


1 0 0 0

0 1 0 0

0 0 0 1

0 0 1 0

 (2.3.13)

量子回路において、第 i 量子ビットを制御ビット、第 j 量子ビットを標的ビットとする CNOT ゲー
トを次のように表す。

i, |ψ⟩

j, |φ⟩

SWAP ゲート

2つの量子ビットの状態を入れ替えるゲートを SWAP ゲートと呼ぶ。つまり、SWAP |ψ⟩ ⊗ |φ⟩ =
|φ⟩ ⊗ |ψ⟩ と作用する。SWAP ゲートは、CNOT ゲートを 3つ組み合わせて作ることができる。行列表
示すると、

SWAP = Ci
j [X]Cj

i [X]Ci
j [X] =


1 0 0 0

0 0 1 0

0 1 0 0

0 0 0 1

 (2.3.14)
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量子回路において、第 i 量子ビットと第 j 量子ビットの状態を入れ替える SWAP ゲートを次のよう
に表す。

|φ⟩

|ψ⟩

i, |ψ⟩

j, |φ⟩
=

|φ⟩

|ψ⟩

i, |ψ⟩

j, |φ⟩

CZ ゲート

U = Z のときの制御ゲートを CZ ゲートと呼ぶ。制御ビットが |1⟩ のときのみ、標的ビットに Zゲー
トを作用させるゲートである。行列表示すると、

CZ = |0⟩⟨0| ⊗ 1+ |1⟩⟨1| ⊗ Z =


1 0 0 0

0 1 0 0

0 0 1 0

0 0 0 −1

 (2.3.15)

CZ ゲートは、計算基底 |11⟩ のみに −1 をかけるゲートである。よって、制御ビットと標的ビットを
入れ替えても CZ ゲートの作用は変わらないため、Ci

j [Z] = Cj
i [Z] である。

量子回路において、第 i 量子ビットを制御ビット、第 j 量子ビットを標的ビットとする CZ ゲートを
次のように表す。

i, |ψ⟩

j, |φ⟩ Z
=

i, |ψ⟩ Z

j, |φ⟩

Toffoli ゲート

Toffoli ゲートは、2つの制御ビットと 1つの標的ビットを持つ 3量子ビットゲートである。2つの制
御ビットがともに |1⟩ のときのみ、標的ビットに Xゲートを作用させるゲートである。CCX ゲートと
も呼ばれる。制御ビットと標的ビットを明示する場合は、Ci,j

k [X] と表す。行列表示すると、

Ci,j
k [X] = |00⟩⟨00| ⊗ 1+ |01⟩⟨01| ⊗ 1

+ |10⟩⟨10| ⊗ 1+ |11⟩⟨11| ⊗X

=



1 0 0 0 0 0 0 0

0 1 0 0 0 0 0 0

0 0 1 0 0 0 0 0

0 0 0 1 0 0 0 0

0 0 0 0 1 0 0 0

0 0 0 0 0 1 0 0

0 0 0 0 0 0 0 1

0 0 0 0 0 0 1 0


(2.3.16)
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量子回路において、第 i 量子ビットと第 j 量子ビットを制御ビット、第 k 量子ビットを標的ビットと
する Toffoli ゲートを次のように表す。

i, |ψ⟩
j, |φ⟩

k, |χ⟩

2.4 測定
量子コンピューターにおいて、測定は計算基底によって行われる。1量子ビットのある状態を測定して

得られる結果は、計算基底のどちらかである。それぞれの計算基底が得られる確率は、その状態の計算
基底の振幅の絶対値の 2乗である。例えば、|ψ⟩ = α |0⟩+ β |1⟩ である状態を測定すると、0が出る確率
は |α|2、1が出る確率は |β|2 である。この確率分布を得るためには、多数回の測定を行う必要がある。
また、測定後の状態は、測定された計算基底に対応する状態となる。例えば、|ψ⟩ = α |0⟩+ β |1⟩ である
状態を測定して 0が出たとすると、測定後の状態は |0⟩ になる。n 量子ビットの場合も同様である。
量子回路において、第 i 量子ビットを測定するときは、以下のように表す。

i, |ψ⟩ U

2.5 エンタングルメント
エンタングルメントとは、複数の量子ビットの状態が純粋状態であるにもかかわらず、それぞれの量

子ビットの状態に分離して記述することができないような状態の性質である。例えば、次の 2量子ビッ
トの状態はエンタングルメントを持つ。

|ψent⟩ =
1√
2
(|0⟩ ⊗ |0⟩+ |1⟩ ⊗ |1⟩) (2.5.1)

|ψ⟩ は、|0⟩ ⊗ |0⟩ と |1⟩ ⊗ |1⟩ の重ね合わせであるが、それぞれの量子ビットの状態に分離した形、すな
わち、|ϕ⟩ ⊗ |φ⟩ の形で表すことができない。
量子計算は行列計算によって記述されるので、原理的には古典コンピューターでシミュレートするこ

とができる。エンタングルメントのない分離可能な量子状態は、各量子ビットの状態を個別に記述でき
るので、古典コンピューターによる計算量は量子ビット数に関して線形に増える。しかし、エンタング
ルメントを持つ量子状態の場合、各量子ビットの状態を個別に記述できないので、古典コンピューター
による計算量は量子ビット数に関して指数関数的に増える。このように、エンタングルメントの存在が
量子計算と古典計算の計算量の差を生み出す。

2.6 量子状態の縮約
量子状態の縮約とは、全体の系の量子状態からある部分系の量子状態を求める操作のことである。例

えば、2量子ビットの状態 ρ において第 1量子ビットの状態 ρ1 を求めるには、次のように ρ の第 2量
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子ビットの部分トレースを取ることで求めることができる。

ρ1 = Tr2[ρ] (2.6.1)

例として、2量子ビットの系を考える。全体の系の状態 ρ が各量子ビットの状態のテンソル積で表さ
れる、つまり、ρ = (|ψ1⟩ ⊗ |ψ2⟩)(⟨ψ1| ⊗ ⟨ψ2|) = |ψ1⟩⟨ψ1| ⊗ |ψ2⟩⟨ψ2| とする。このとき、第 1量子ビット
の状態は、

ρ1 = Tr2[|ψ1⟩⟨ψ1| ⊗ |ψ2⟩⟨ψ2|] = |ψ1⟩⟨ψ1|Tr[|ψ2⟩⟨ψ2|] = |ψ1⟩⟨ψ1|

である。これは純粋状態である。
一方、全体の系の状態 ρ がエンタングルメントを持ち、次の状態で表されるとする。

ρ = |ψent⟩⟨ψent|

=
1

2
(|0⟩ ⊗ |0⟩+ |1⟩ ⊗ |1⟩)(⟨0| ⊗ ⟨0|+ ⟨1| ⊗ ⟨1|)

=
1

2
(|0⟩⟨0| ⊗ |0⟩⟨0|+ |0⟩⟨1| ⊗ |0⟩⟨1|+ |1⟩⟨0| ⊗ |1⟩⟨0|+ |1⟩⟨1| ⊗ |1⟩⟨1|)

このとき、第 1量子ビットの状態は、

ρ1 = Tr2[|ψent⟩⟨ψent|]

=
1

2
(|0⟩⟨0|Tr[|0⟩⟨0|] + |0⟩⟨1|Tr[|0⟩⟨1|] + |1⟩⟨0|Tr[|1⟩⟨0|] + |1⟩⟨1|Tr[|1⟩⟨1|])

=
1

2
(|0⟩⟨0|+ |1⟩⟨1|)

=
1

2

である。これは最大混合状態である。このように、エンタングルメントを持つ量子状態の部分系の状態
は、混合状態になることがある。

2.7 Schatten p–ノルム� �

� �

定義 2.7.1. A ∈ L(H) の Schatten p–ノルムは次のように定義される。

∥A∥p =

(Tr[|A|p])
1
p (1 ≤ p <∞)

λmax(|A|) (p =∞)
(2.7.1)

ここで |A| =
√
A†A であり、λmax(|A|) は |A| の最大固有値である。

A,B ∈ L(H) とする。Schatten p–ノルムは以下の性質を持つ。

1. 1 ≤ ∀p ≤ ∀q ≤ ∞ に対して ∥A∥q ≤ ∥A∥p

2. ∀p ∈ [1,∞], ∀U, V ∈ U(d) に対して
∥∥UAV †∥∥

p
= ∥A∥p

3. ∥A∥p =
∥∥AT

∥∥
p
= ∥A∗∥p =

∥∥A†∥∥
p
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4. 1 ≤ ∀p, q, r and 1/p+ 1/q ≤ 1/r に対して ∥AB∥r ≤ ∥A∥p∥B∥q (Hölderの不等式)

• 例 1 ∥AB∥1 ≤ ∥A∥1∥B∥∞.

• 例 2 ∥AB∥1 ≤ ∥A∥2∥B∥2.

2.8 Hilbert–Schmidt 距離
A,B ∈ L(H) の Hilbert–Schmidt 距離を次のように定義する。

DHS(A,B) := ∥A−B∥2HS = Tr
[
(A−B)†(A−B)

]
(2.8.1)

X がエルミート演算子のとき、X† = X であるから、密度演算子 ρ, σ の Hilbert–Schmidt 距離は

DHS(ρ, σ) = ∥ρ− σ∥2HS = Tr
[
(ρ− σ)2

]
∈ [0, 2] (2.8.2)

となる。例えば、ρ = σ のとき DHS(ρ, σ) = 0 であり、ρ = |0⟩⟨0|⊗n , σ = |1⟩⟨1|⊗n のとき DHS(ρ, σ) = 2

である。また、ρ と最大混合状態 1/d (d = 2n) の Hilbert–Schmidt 距離は、

DHS(ρ, 1/d) = Tr
[
(ρ− 1/d)2

]
= Tr

[
ρ2 − 2ρ · 1/d+ 1/d2

]
= Tr

[
ρ2
]
− 1

d
∈ [0, 1− 1/d] (2.8.3)

となる。特に、ρ = |ψ⟩⟨ψ| のとき DHS(|ψ⟩⟨ψ| , 1/d) = 1− 1/d である。

2.9 量子ノイズ
量子ノイズには、コヒーレントなノイズとデコヒーレントなノイズの 2種類がある。コヒーレントな

ノイズは、量子状態の純粋度を変化させないが、位相を変化させるノイズである。デコヒーレントなノ
イズは、量子状態の純粋度を変化させるノイズである。ここでは、後者の例を紹介する。

ビット反転チャネル

ビット反転チャネルとは、確率 p で量子ビットに X ゲートを作用させるチャネルであり、1量子ビッ
トに対して次のように定義される。

Np(ρ) := (1− p)ρ+ pXρX (2.9.1)

式 (2.2.2)にて確認したように、ρ = 1
2(1+ rxX + ryY + rzZ) と表せることから、XρX = 1

2(1+ rxX −
ryY − rzZ) となる。これは、ブロッホ球上の点 (rx, ry, rz) を x 軸まわりに π 回転させることに相当
する。これと同様に、y 軸まわりに π 回転させるチャネルと z 軸まわりに π 回転させるチャネルを定
義することができ、それぞれ、ビット位相反転チャネル、位相反転チャネルと呼ばれる。
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Depolarizing チャネル

Depolarizing チャネルは、ビット反転チャネル、位相反転チャネル、ビット位相反転チャネルを含む
チャネルであり、1量子ビットに対して次のように定義される。

Np(ρ) :=

(
1− 3

4
p

)
ρ+

p

4
(XρX + Y ρY + ZρZ) (2.9.2)

ここで、次の等式が成り立つ。

XρX =
1

2
(1+ rxX − ryY − rzZ)

Y ρY =
1

2
(1− rxX + ryY − rzZ) (2.9.3)

ZρZ =
1

2
(1− rxX − ryY + rzZ)

これより、
1

2
=
ρ+XρX + Y ρY + ZρZ

4
(2.9.4)

であるから、Depolarizing チャネルは次のように書き換えることができる。

Np(ρ) = (1− p)ρ+ p
1

2
(2.9.5)

例えば、p = 1
2 のとき、Depolarizing チャネルは図 2.9.1ように、ブロッホ球面上の点 (rx, ry, rz) を

収縮するように変化させるチャネルである。

378 Quantum noise and quantum operations

Exercise 8.15: Suppose a projective measurement is performed on a single qubit in
the basis |+⟩, |−⟩, where |±⟩ ≡ (|0⟩± |1⟩)/

√
2. In the event that we are ignorant

of the result of the measurement, the density matrix evolves according to the
equation

ρ → E(ρ) = |+⟩⟨+|ρ|+⟩⟨+| + |−⟩⟨−|ρ|−⟩⟨−|. (8.99)

Illustrate this transformation on the Bloch sphere.

Exercise 8.16: The graphical method for understanding single qubit quantum
operations was derived for trace-preserving quantum operations. Find an explicit
example of a non-trace-preserving quantum operation which cannot be described
as a deformation of the Bloch sphere, followed by a rotation and a displacement.

8.3.4 Depolarizing channel
The depolarizing channel is an important type of quantum noise. Imagine we take a
single qubit, and with probability p that qubit is depolarized. That is, it is replaced by
the completely mixed state, I/2. With probability 1− p the qubit is left untouched. The
state of the quantum system after this noise is

E(ρ) = pI

2
+ (1− p)ρ. (8.100)

The effect of the depolarizing channel on the Bloch sphere is illustrated in Figure 8.11.
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Figure 8.11. The effect of the depolarizing channel on the Bloch sphere, for p = 0.5. Note how the entire sphere
contracts uniformly as a function of p.

A quantum circuit simulating the depolarizing channel is illustrated in Figure 8.12.
The top line of the circuit is the input to the depolarizing channel, while the bottom two
lines are an ‘environment’ to simulate the channel. We have used an environment with
two mixed state inputs. The idea is that the third qubit, initially a mixture of the state
|0⟩ with probability 1−p and state |1⟩ with probability p acts as a control for whether or
not the completely mixed state I/2 stored in the second qubit is swapped into the first
qubit.

図 2.9.1: Depolarizing channel [35]

n 量子ビットに対する Depolarizing チャネルは、次のように定義される。

Np(ρ) = (1− p)ρ+ p
1

2n
(2.9.6)
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Depolarizing チャネルによる量子ノイズモデル

量子コンピューター上で、n 量子ビットの初期状態 ρ に対して、L 個のユニタリ演算子を作用させる
ことを考える。このとき、各ユニタリ演算子に付随して、Depolarizing チャネル Npi が作用すると仮定
する。作用させるユニタリチャネルを Ei(ρ) = UiρU

†
i , i = 1, 2, · · · , L とすると、全体のチャネル N は

次のように表される。

N (ρ) =

(
L
⃝
i=1
Npi ◦ Ei

)
(ρ) (2.9.7)

ここで、次のように Npi ◦ Ei = Ei ◦ Npi が成り立つ。

Npi ◦ E(ρ) = (1− pi)(UρU †) + pi
1

2n
= U

(
(1− pi)ρ+ pi

1

2n

)
U † = E ◦ Npi(ρ) (2.9.8)

よって、E :=⃝L
i=1 Ei, NL

p :=⃝L
i=1Npi , p = (p1, p2, · · · , pL) とすると、

N =
L
⃝
i=1
Npi ◦ Ei =

(
L
⃝
i=1
Npi

)
◦
(

L
⃝
i=1
Ei
)

= NL
p ◦ E (2.9.9)

となる。つまり、N は、E の後に NL
p が作用することと同じである。簡単のため、pi = p とすると、

NL
p (ρ) は次のように計算される。

NL
p (ρ) = (1− p)Lρ+ {1− (1− p)L} 1

2n
(2.9.10)

このとき、次の N を得る。

N (ρ) = NL
p ◦ E(ρ) = (1− p)LE(ρ) + {1− (1− p)L} 1

2n
(2.9.11)
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第3章 変分量子アルゴリズム

この章では、NISQ 上でも実行可能なアルゴリズムとして現在盛んに研究されいてる変分量子アルゴ
リズムについて説明する。3.1 節では、変分量子アルゴリズムをコスト関数・変分量子回路・最適化の 3

つ部分に分けて説明する。3.2 節では、量子機械学習について説明する。3.3 節では、バレンプラトーに
ついて説明する。

3.1 概要
現在実現されている量子コンピューターは、中規模（数百量子ビット）であり、ノイズが大きいため、

Noisy Intermediate Scale Quantum computers (　
ニ ス ク
NISQ　)と呼ばれている [9]。このため、使用できる量

子ビットと量子ゲートの数に制約がある。そのような制約のもと、古典計算よりも効率的に計算を行う
ことを期待されているのが、変分量子アルゴリズムである。変分量子アルゴリズムは、古典コンピュー
ターと組み合わせて最適化問題を解くアルゴリズムである。最適化問題とは、ある関数の値を最小化す
るようなパラメーターの値を求める問題である。変分量子アルゴリズムでは、パラメーターに依存した
量子状態によってオブザーバブルの期待値を計算し、それを用いて定義されたコスト関数 C(θ) を最適
化することによって問題を解く。パラメーターの更新を古典コンピューターに任せることで、量子回路
を浅く保つことができる。図 3.1.1のように、量子状態の生成からパラメーターの更新までのサイクル
を繰り返すことで、最終的に最適なパラメーター θ∗ = arg minθ C(θ) を得る。試行関数を生成するパ
ラメーター付き量子回路のことを、変分量子回路、アンザッツ（Ansatz）、あるいは、量子ニューラル
ネットワーク（Quanum Neural Network, QNN）と呼ぶ。

Quantum
state

Cost function,
gradients

Quantum computer Classical Computer

meas.

図 3.1.1: 変分量子アルゴリズムの概要

ある問題を解くための変分量子アルゴリズムを構成するには、以下の 3つの要素が必要である。

1. 解きたい問題をコスト関数の最適化問題として定式化すること

2. コスト関数を最適化するための変分量子回路を構成すること

3. パラメーターを最適化するための最適化手法を選択すること
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これらについて、順に説明する。

3.1.1 コスト関数

変分量子アルゴリズムにおけるコスト関数は、初期状態の集合 {ρi}、変分量子回路 V (θ)、オブザー
バブルの集合 {Ok} を用いて定義される。変分量子回路を作用させた状態 V (θ)ρiV

†(θ) によるオブザー
バブル Ok の期待値は、

Tr
[
V (θ)ρiV

†(θ)Ok

]
(3.1.1)

である。コスト関数は、この期待値を用いて定義される。ほとんどのコスト関数は、f を任意の関数と
して次のような形で与えられる。

C(θ) = f

({
Tr
[
V (θ)ρiV

†(θ)Ok

]}
i,k

)
(3.1.2)

コスト関数は、その最小点が求める解に対応するように設計する。例えば、変分量子固有値ソルバー
(Variational Quantum Eigensolover, VQE) では、ハミルトニアンが H で与えられる系の最小エネル
ギーを求めるために、ρi = |ψ0⟩⟨ψ0|, Ok = H とする。このとき、コスト関数は以下のように定義される。

C(θ) = ⟨ψ0|V †(θ)HV (θ) |ψ0⟩ (3.1.3)

また、変分量子回路を用いた機械学習（量子機械学習）では、データセット {(xi, yi)}Ni=1 が与えられ
たとき、入力状態を ρi = U(xi) |0⟩⟨0|U †(xi), オブザーバブルを Ok = O として、各データに依存する
オブザーバブルの期待値 Tr

[
V (θ)ρiV

†(θ)O
] が対応するラベル yi になるように、以下のようなコスト

関数を定義することができる。

C(θ) =
1

N

N∑
i=1

(
Tr
[
V (θ)ρiV

†(θ)O
]
− yi

)2
(3.1.4)

3.1.2 変分量子回路

一般に、変分量子回路 V (θ) は、回転ゲートなどのパラメーター付き量子ゲートと CNOT ゲートな
どのパラメーターなし量子ゲートの積で表すことができる。Uj(θj) を任意の数のパラメーター付き量子
ゲートからなるユニタリ、Wj を任意の数のパラメーターなし量子ゲートからなるユニタリであるとす
ると、V (θ) は次のように表わすことができる。

V (θ) =
L∏

j=1

Uj(θj)Wj = UL(θL)WL · · ·U1(θ1)W1 (3.1.5)

変分量子回路においては、類似した構造を複数回繰り返すことがあり、その構造単位の繰り返しの数を
層数と呼び、この数が多いほど深い回路であるという。図 3.1.2は L 層の変分量子回路を表している。
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· · ·

· · ·

· · ·

|0⟩

W1 U1(θ1) W2 U2(θ2) WL UL(θL)...
...

|0⟩

図 3.1.2: L 層の変分量子回路

アンザッツの構造は、問題の性質に応じて様々なものが考えられる。問題の対称性や制約を構造に取
り入れたアンザッツを Problem-inspired アンザッツと呼ぶ。例えば、Quantum Alternating Operator

Ansatz (QAOA) は組合せ最適化問題に対して提案された Problem-inspired アンザッツである。一方、
問題の性質に依存しないアンザッツを Problem-agnostic アンザッツと呼ぶ。
Hardware Efficient Ansatz は量子コンピューターの実機の構造を考慮し、実装が効率的にできるよう

設計された Problem-agnostic アンザッツである。例えば、量子ビット q1, q2, q3, q4 が隣り合うインデッ
クスのみ実機上でつながっているときに、図 3.1.3のような回路の構造を持つアンザッツである。これに
より、実機上で隣り合わない量子ビットを結ぶための量子ゲートを実装する必要がなくなり、使用する
SWAPゲートの数が減る。SWAP ゲートは CNOT ゲート 3つから成るが、CNOT ゲートは量子ゲート
の中でも特にノイズが多い。そのため、SWAP ゲートを減らすことはノイズの対策として有用である。

q1 U(θ1) U(θ5) U(θ9)

q2 U(θ2) U(θ6) U(θ10)

q3 U(θ3) U(θ7) U(θ11)

q4 U(θ4) U(θ8) U(θ12)

図 3.1.3: Hardware Efficient Ansatz

3.1.3 最適化

最適化とは、コスト関数を最小化するパラメーターを求めることであり、変分量子アルゴリズムでは
古典コンピューターによって行われる。最適化のアルゴリズムのことを、オプティマイザーと呼ぶ。変
分量子アルゴリズムにおいては、従来の古典計算で用いられるオプティマイザーをそのまま用いること
ができるが、量子計算に合わせて改良されたオプティマイザーも提案されている。オプティマイザーに
は、ノイズや測定誤差に強いものを選択する必要がある。
オプティマイザーには、コスト関数の勾配を用いるものと、用いないものに大別される。勾配を用い

るオプティマイザーには、勾配降下法、ニュートン法、量子自然勾配法 [36]、確率的勾配降下法 [37]、
Adam[38]、などの方法がある。勾配自体は、有限差分法やパラメーターシフトルール [19, 39]によって
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求めることができる。例えば、勾配降下法では、パラメーター θj を以下のように更新する。

θj ← θj − α
∂C(θ)

∂θj
(3.1.6)

ここで、α は 1回の更新でのパラメーターの変化量を決める、学習率と呼ばれるハイパーパラメーター
である。通常、学習率は小さい正の値に設定されるが、適切な値は扱う問題によって異なる。
勾配を用いない方法では、コスト関数の値のみを用いてパラメーターを更新する。例えば、Nelder-

Mead[40]、Powell[41]、COBYLA (Constrained Optimization By Linear Approximation optimizer)[42]、
SPSA (Simultaneous Perturbation Stochastic Approximation)[43]、逐次最小化問題最適化法 [44–47]な
どが挙げられる。

パラメーターシフトルール

変分量子アルゴリズムにおいては、すべてのパラメーターが独立であれば、パラメーターシフトルー
ルと呼ばれる手法によって、厳密に勾配を求めることができる [19, 39]（測定誤差は除く）。パラメーター
シフトルールは、パラメーター付き量子ゲート V (θ) によるオブザーバブルの期待値のパラメーター θj

に関する勾配を、パラメーター θj を一定値ずらして得た期待値の差として求める方法である。� �

� �

定理 3.1.1. （パラメーターシフトルール [19, 39]）量子回路 V (θ) はパラメーター付き量
子ゲート Uj(θj) := exp(−iθjPj/2) とパラメーターなし量子ゲート Wj によって V (θ) :=

UL(θL)WL · · ·U1(θ1)W1 と定義される。ここでは、すべてのパラメーターは独立であるとする。こ
のとき、あるオブザーバブル O の期待値 ⟨O(θ)⟩ = Tr

[
V (θ) |0⟩⟨0|⊗n V †(θ)O

] の θj に関する勾配は

∂ ⟨O(θ)⟩
∂θj

=
1

2

[〈
O
(
θ +

π

2
ej

)〉
−
〈
O
(
θ − π

2
ej

)〉]
(3.1.7)

で与えられる。ここで ej は j 番目の方向の単位ベクトルである。

より高次の勾配も同様に計算することができる。例えば、V (θ) の θj と θk に関する勾配は、

∂2 ⟨O(θ)⟩
∂θj∂θk

=
1

2

[
∂ ⟨O(θ)⟩
∂θj

∣∣∣∣
θk=θk+

π
2

− ∂ ⟨O(θ)⟩
∂θj

∣∣∣∣
θk=θk−π

2

]
(3.1.8)

で与えられる。
一般的なコスト関数 (3.1.2) の勾配については、連鎖律を用いると、

∂C(θ)

∂θj
=

∂

∂θj
f

({
Tr
[
V (θ)ρiV

†(θ)Ok

]}
i,k

)
=
∑
i,k

∂f

∂ℓi,θ,k

∂ℓi,θ,k
∂θj

(3.1.9)

となるので、ℓi,θ,k にパラメーターシフトルールを用いて勾配を計算することができる。ここで、ℓi,θ,k :=

Tr
[
V (θ)ρiV

†(θ)Ok

] とした。
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3.2 量子機械学習
近年、機械学習1はさまざまな分野で著しい成果を上げているが、その一方で、高い計算コストが問題

となっている。そこで、機械学習の計算を量子コンピューター上で行い、計算を効率化できないか研究
されている。そのような研究分野を量子機械学習（Quantum Machine Learning, QML）と呼ぶ。量子
機械学習におけるアルゴリズムの研究アプローチは次の 3つがあげられる [48]。

1. 古典的な学習方法から量子的なものへの再構築

2. 古典的な学習方法に勝る新たな量子機械学習の方法の探索

3. 近い将来に向けた、NISQに特化した学習方法の探索

2009年、Harrow, Hassidim, Lloyd は線形方程式を解く量子アルゴリズム（HHLアルゴリズム）を
提案した [8]。このアルゴリズムは、古典的なアルゴリズムよりも効率的に線形方程式を解くことが期
待される量子アルゴリズムである。量子機械学習の初期の研究は、機械学習における線形代数の問題を
HHL アルゴリズムによって量子コンピューター上で解くことに焦点を当てていた（1のアプローチ）。し
かし、HHLアルゴリズムは量子位相推定を用いており、量子ビットと量子ゲートが数多く必要であるた
め、NISQ で実現できるアルゴリズムではなかった。変分量子アルゴリズムが登場したことにより、そ
の文脈で量子機械学習の研究が盛んになった（3のアプローチ）。この節では、変分量子アルゴリズム
として研究されている 3つの教師あり量子機械学習モデルについて説明する。量子回路学習（Quantum

Circuit Learning）[19, 20]、Data reuploading[49–51]、量子カーネル法（Quantum Kernel Methods）
[21, 22, 52]である。いずれのモデルも、図 3.1.1にある流れに従って学習を行うが、量子回路で行う計
算が異なる。

3.2.1 量子回路学習

|0⟩

U(xi) V (θ)...
...

|0⟩

図 3.2.1: 量子回路学習における量子回路の構造

図 3.2.1は量子回路学習における量子回路の構造を表している。まず、初期状態 |0⟩⊗n にデータを入力す
るためのユニタリ U(xi)を作用させ、続いて、学習パラメーターを入力するためのユニタリ V (θ)を作用さ
せる。前者を入力回路、後者を学習回路と呼ぶことにする。これにより、状態 V (θ)U(xi) |0⟩⊗n が生成され
る。そして、この状態によって測定したオブザーバブルの期待値 {Tr[V (θ)U(xi) |0⟩⟨0|⊗n U †(xi)V

†(θ)Ok

]
}k

を用いて、3.1.4のようなコスト関数が定義される。古典コンピューター上では、コスト関数とその勾配
を計算し、学習パラメーターを更新する。このプロセスを繰り返すことで、最適なパラメーター θ∗ を
得る。後の第 5,6章において扱う量子機械学習のモデルも、この量子回路学習に基づいて解析を行う。

1機械学習の概要については付録の A.1 節に置いた。
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3.2.2 Data reuploading

. . .

. . .

. . .

|0⟩

U1(xi,θ1) U2(xi,θ2) UL(xi,θL)...
...

|0⟩

図 3.2.2: Data reuploading における量子回路の構造

量子回路学習とは異なり、いくつかの研究においては、データの入力と学習パラメーターの入力を交
互に繰り返す量子回路 [50, 51]や、一つのゲートにデータと学習パラメーターの線形和を入力する量子回
路 [49]が用いられている。このような量子回路の構造は、Data reuploading と呼ばれている（図 3.2.2）。
コスト関数の定式化は、量子回路学習と同様である。

3.2.3 量子カーネル法

|0⟩

U(xi) U †(xj)...
...

|0⟩

図 3.2.3: 量子カーネル法における量子回路の構造

カーネル法は、入力データを高次元の特徴空間に写像し、その空間での内積を用いることで非線形な
分類や回帰を行う機械学習である。カーネル法のコスト関数は凸であり、局所的な解に陥ることがないの
で、量子回路学習と Data reuploading による機械学習よりも、学習が安定すると期待されている [52]。
量子カーネル法では、カーネルの計算のみを量子コンピューター上で行う [21, 22]。例えば、データ xi,xj

に依存する量子状態

ρ(xi) := U(xi) |0⟩⟨0|⊗n U †(xi),

ρ(xj) := U(xj) |0⟩⟨0|⊗n U †(xj)

を用いて定義される量子カーネル（Fidelity Quantum Kernel）κFQ(xi, xj) := Tr[ρ(xi)ρ(xj)] を計算す
るための量子回路は図 3.2.3で与えられる。初期状態 |0⟩⊗n に対してユニタリ U(xi), U

†(xj) を順に作
用させて、状態 U †(xj)U(xi) |0⟩⊗n を作り、|0⟩⟨0|⊗n によって測定を行う。これによって得られる期待
値は、確かに Tr[ρ(xi)ρ(xj)] に等しい。

Tr
[
U †(xj)U(xi) |0⟩⟨0|⊗n (U †(xj)U(xi))

† |0⟩⟨0|⊗n
]
= Tr[ρ(xi)ρ(xj)] (3.2.1)
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しかしながら、量子カーネル κFQ(xi,xj) は、訓練可能性2、汎化性能が悪いことが知られている [30,

33, 53]。そのため、Bandwidth λ を導入した量子カーネル κλFQ(xi,xj) := κFQ(λxi, λxj) を用いるこ
と [54, 55]や、次式で定義されるカーネル（Projected Quantum Kernel）κPQ(xi,xj) が用いることが
提案されている [33]。

κPQ(xi,xj) := exp

(
−γ

n∑
i=1

∥∥∥ρ(k)(xi)− ρ(k)(xj)
∥∥∥2
2

)
(3.2.2)

ただし、ρ(k)(xi) は、k 番目の量子ビットにおける縮約密度演算子である。

3.3 バレンプラトー
3.3.1 概要

変分量子アルゴリズムにおいては、いくつかの原因によってバレンプラトーと呼ばれるコスト関数の
勾配消失（平坦化）が起こりうる [23]。バレンプラトーに陥ると、量子回路のパラメーターの更新に量
子ビット数に関して指数関数的な計算量が必要となるため、古典計算以上の効率化は不可能である。こ
の節では、バレンプラトーの定義、原因、提案されている回避方法について述べる。まず初めに、バレ
ンプラトーの定義を与える。� �

� �

定義 3.3.1. バレンプラトーとは、コスト関数 C(θ) のあるパラメーター θν に関する勾配が次の性
質を持つことである [23]。

EV (θ)

[
∂C(θ)

∂θν

]
= 0 , VarV (θ)

[
∂C(θ)

∂θν

]
∈ O

(
2−αn

)
, 0 < ∃α (3.3.1)

このように、バレンプラトーとは、コスト関数の勾配の平均が 0になり、勾配の分散が量子ビット数
に関して指数関数的に小さくなる現象を指す。X を確率変数とすると、∀δ > 0 に対して次のチェビシェ
フの不等式が成り立つ。

Pr[ |X − E[X]| ≥ δ] ≤ Var[X]

δ2
(3.3.2)

コスト関数の勾配を確率変数とみなすと、チェビシェフの不等式より、

Pr

[∣∣∣∣∂C(θ)∂θν

∣∣∣∣ ≥ δ] ≤ 1

δ2
VarV (θ)

[
∂C(θ)

∂θν

]
∈ O

(
2−αn

)
(3.3.3)

となる。よって、量子ビット数を増やすにつれて、勾配が 0から離れる確率が指数関数的に小さくなる
ことがわかる。変分量子アルゴリズムにおいて、パラメーターの初期値として適当なものがわからない
場合、しばしば初期値はランダムに選ばれる。バレンプラトーが起きる場合、ほとんどの初期値は勾配
が 0 の平坦な領域にあるため、最適化は難しい。

2訓練可能性（Trainability）とは、最適化ができるかどうかということである。量子カーネル κFQ(xi,xj) は定義からグ
ローバルオブザーバブル |0⟩⟨0|⊗n を用いるため、勾配消失（バレンプラトー）が生じ、最適化が困難になる。詳しくは次の節
を参照。
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これを視覚的に示したものが図 3.3.1である。バレンプラトーが起きるとき、あるパラメーターに関す
るコスト関数の断面は、量子ビット数が多いほど平坦な領域（勾配がほぼ 0）が増え、狭い谷（narrow

gorge）を持つ [56]。

n

θk θk

図 3.3.1: Noise-free バレンプラトーにおけるコスト関数の断面の変化のイメージ

定義 3.3.1によるバレンプラトーのことを Noise-free バレンプラトー、あるいは確率論的なバレン
プラトーと呼ぶ。一方で、論文 [23]の後に示されたような、ノイズが原因のバレンプラトーのことを
Noise-induced バレンプラトー、あるいは決定論的なバレンプラトーと呼ぶ。この場合、コスト関数の
勾配の大きさが、層数 L に関して指数関数的に小さくなる [28]。特に、L ∈ O(n) のとき、次のように
なる。 ∣∣∣∣∂C(θ)∂θν

∣∣∣∣ ∈ O(2−αn
)
, 0 < ∃α (3.3.4)

これを視覚的に示したものが図 3.3.2である。コスト関数全体が収縮しているため、さらに最適化が難
しくなる。

L

θk θk

図 3.3.2: Noise-induced バレンプラトーにおけるコスト関数の断面の変化のイメージ

そもそも、コスト関数やその勾配は測定によってのみ得られるため、測定誤差が必ず存在する。もし、
その測定誤差によってコスト関数の勾配の推定値と実際の勾配の正負が逆になると、最適化が進まない。
測定回数が Nshot の場合、測定誤差は O

(
1/
√
Nshot

) である。バレンプラトーが起きる場合、コスト関
数の勾配の分散は指数関数的に小さくなるため、その値の正負を判別するには、測定誤差も指数関数的
に小さくする必要がある。これは、測定回数を指数関数的に増やす必要があることを意味する。
変分量子アルゴリズムの目的は、コスト関数を最小化するパラメーターを、量子ビット数の高々多項

式の計算量で求めることである。バレンプラトーが起きる場合、コスト関数の最小点を量子ビット数の

28



第 3 章 変分量子アルゴリズム

多項式の計算量で求めることはできない。高次の勾配に関しても、同様の現象が見られることが示され
ている [57]。また、勾配を用いないオプティマイザーを用いる場合でも、必要な測定回数は量子ビット
数に関して指数関数的に増えることが知られている [24]。これを表しているのが、図 3.3.3である。し
たがって、オプティマイザーを変えることでバレンプラトーを回避することはできない。

sider the toy-model problem where U = and
the goal is to train the parameters in V (◊) such
that V (◊)|0Í = |0Í, with |0Í = |0Í

¢n the all-zero
state. As shown in [7, 12], the following local cost
function is faithful

C(◊) = Tr[OLV (◊)|0ÍÈ0|V †(◊)] , (14)

where

OL = ≠
1
n

nÿ

i=1
|0iÍÈ0i| , (15)

in that can verify that C(◊) œ [0, 1], with C(◊) =
0 iff V (◊)|0Í = |0Í (up to global phase). We
remark that there is an efficient quantum circuit
to compute C(◊) [12].

For V (◊) we employ a layered hardware effi-
cient ansatz as shown in Fig. 2. Moreover, we
recall that Ref. [19] showed that a cost function
such as (14) with a layered hardware efficient
ansatz that is randomly initialized will exhibit
barren plateaus when the depth of V (◊) scales
at least linearly in n.

In our numerics we simulated the aforemen-
tioned quantum compilation task for different
numbers of qubits n = 5, 6, . . . , 11. Letting p be
the number of layers in the ansatz in Fig. 2, we
choose p = n, so that the depth grows linearly
in n. This corresponds to the barren plateau
scenario in Ref. [19]. For each value of n, we
solved the optimization of Eq. (2) by employing
the Nelder-Mead, Powell, and COBYLA meth-
ods. These simulations were performed using
MATLAB (Nelder-Mead) and SciPy (Powell and
COBYLA). In all cases we randomly initialized
the parameters ◊ in the ansatz and we ran the
optimizer until a cost function value C = 0.4 was
achieved or until a maximal total number of shots
used throughout the optimization was surpassed.
For simplicity we use the default values for hyper-
parameters not related to optimization termina-
tion. We note that we chose a relatively large
value (C = 0.4) for the cost threshold because we
are interested in the initial stages of the training
process, i.e., the question of whether one can get
past the barren plateau. With this choice, the
computational expense of reaching this threshold
does not take into account the difficulty of find-
ing a minimum, it only reflects the burden of the
barren plateau.

Since the goal is to heuristically determine the
precision (i.e., the number of shots N) needed to
minimize the cost, we first ran simulations with

Figure 3: Median value of the total shot number Ntotal
necessary to reach C = 0.4 plotted versus the num-
ber of qubits n. We show results for Nelder-Mead
(blue diamonds), Powell (red asterisks), and COBYLA
(pink squares) implementations, as well as results for a
gradient-descent implementation (black crosses) for ref-
erence. Each data point was obtained from a sample of
20 runs initialized by random initial angles ◊.

different values of N allocated per cost-function
evaluation. For each N we simulated 20 optimiza-
tion instances (runs) with different initial points
and we kept track of Ntotal used throughout the
optimization. The next step was to determine
the value of N for which a cost of C = 0.4 could
be reached and which minimizes the median to-
tal number of shots Ntotal computed over different
runs. We analyze the scaling of this median value
as a function of n below.

In Fig. 3 we present our numerical results. Here
we can see that the total number of shots scales
exponentially with n for the Powell method, and
scales super-exponentially for the Nelder-Mead
optimizer. For the COBYLA method, the Ntotal
behavior as a function of n is not very regular
but it is consistent with at least an exponential
increase. As a reference point we also show in
Fig. 3 results obtained with a custom gradient-
descent optimizer. As expected, the total number
of shots also scales exponentially in this case.

5 Discussion

With a wide range of applications spanning chem-
istry, optimization, and big data analysis, train-
ing parameterized quantum circuits is arguably
the leading paradigm for near-term quantum
computing. Yet barren plateaus in the training
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図 3.3.3: バレンプラトーにおいて必要なオブザーバブルの測定回数 Ntotalの量子ビット数 n に対する
変化 [24]。Nelder-Mead・Powell・COBYLA は勾配を用いないオプティマイザーである。

3.3.2 原因

バレンプラトーの原因として既に知られているものを以下に挙げる。

• 学習回路の深さ・学習回路の表現能力・学習回路の生成するエンタングルメント [23, 25–27, 58]

• オブザーバブルの局所性 [27, 59]

• ノイズ [28]

• データの入力 [29, 30, 58]

バレンプラトーは、学習回路がユニタリ 2–デザイン（4.2 節）という条件を満たすときに起きること
が最初に示された [23]。具体的な定理と証明については、付録のA.2 節に記す。学習回路がユニタリ 2–

デザインを満たすことは、学習回路が深く、高い表現能力を持ち、多くのエンタングルメントを生成す
ることを意味する。
オブザーバブルの局所性とは、測定するオブザーバブルが全量子ビットのうちいくつの量子ビットに

よって測定されるかを指す。グローバルオブザーバブルとは、全量子ビットの状態によって測定される
オブザーバブルのことであり、例えば、Z⊗n である。ローカルオブザーバブルとは、全量子ビット数 n

に依存しない m 個の量子ビットよって測定されるオブザーバブルのことである。例えば、Z⊗m である。
また、ローカルオブザーバブルの線形和もローカルオブザーバブルである。
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ここで、量子回路の構造・量子ビット数 n・量子回路の層数 L・オブザーバブルの局所性がコスト関数
の勾配の分散に与える影響を再現したものを示す。量子回路の構造として図 3.3.4にあるように、Tensor

Product Ansatz (TPA) と Hardware Efficient Ansatz (HEA) を用いた。

|0⟩ Rx(θl,1) Ry(θl,5)

|0⟩ Rx(θl,2) Ry(θl,6)

|0⟩ Rx(θl,3) Ry(θl,7)

|0⟩ Rx(θl,4) Ry(θl,8)

×L

|0⟩ Rx(θl,1) Ry(θl,5)

|0⟩ Rx(θl,2) Ry(θl,6)

|0⟩ Rx(θl,3) Ry(θl,7)

|0⟩ Rx(θl,4) Ry(θl,8)

×L

図 3.3.4: TPA（左）と HEA（右）の量子回路

図 3.3.5: それぞれのプロットの横軸は量子回路の各層数 L、縦軸はコスト関数の勾配の分散を表す。上
段は、TPA（左）と HEA（右）に対してローカルオブザーバブル Z ⊗ I ⊗ · · · ⊗ I を用いた場合の勾配
の分散の変化を示している。下段は、グローバルオブザーバブル |0⟩⟨0|⊗n を用いた場合のそれぞれの量
子回路における勾配の分散の変化を示している。

図 3.3.5において、上段は、Tensor Product Ansatz (TPA)（左）と Hardware Efficient Ansatz (HEA)

（右）に対してローカルオブザーバブル Z ⊗ I ⊗ · · · ⊗ I を用いた場合の、各量子ビット数 n と量子回路
の各層数 L に対する勾配の分散の変化を示している。下段は、グローバルオブザーバブル |0⟩⟨0|⊗n を
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用いた場合の勾配の分散の変化を示している。これらの図から、エンタングルメントを多く生成するこ
と、層数 L を増やすこと、グローバルオブザーバブルを用いることはいずれも、勾配の分散のスケール
をより小さくすることがわかる。

3.3.3 回避方法

豊かな表現能力を持ち、エンタングルメントを多く生成するような深い量子回路を用いることと、グ
ローバルオブザーバブルを用いることは、パラメーターの探索すべき領域を指数関数的に増大させるた
め、バレンプラトーを引き起こすと考えられている。よって、バレンプラトーを回避するためには、学
習回路の深さ・表現能力・エンタングルメントを抑えて、ローカルオブザーバブルを用い、かつ、学習
回路の表現領域にコスト関数の最適解があるようにその構造を設計する必要がある。これらの原因を考
慮して、バレンプラトーを回避するための方法がいつくか提案されている。

• ローカルオブザーバブルを用いる [27]。これにより、データ入力がない場合は、学習回路の深さが
O(log n) であればバレンプラトーは起きないことが示されている。

• 学習回路の各層ごとにパラメーターを最適化する [60]。これにより、実質的な学習回路の深さを減
らすことができる。

• 一部の学習パラメーターの初期値を残りの回路と打ち消し合うように設定する [61]。これにより、
実質的な学習回路の深さを減らすことができる。

• 学習パラメーター間に相関を持たせる [26]。これにより、学習回路の表現能力を抑えることがで
きる。

• 学習パラメーターの初期値を、一様分布ではなく、正規分布からサンプリングする [62]。

また、QAOA では、最適なパラメーターがあるパターンを持つことが先行研究 [63]で示された。こ
のパターンに近いパラメーターを初期値として用いることで、ランダムにパラメーターを選んだ場合よ
りも学習が早くなることも示されている。また、Quantum Tree Tensor Network (QTTN) や Quantum

Convolutional Neural Network (QCNN) はその構造上、バレンプラトーが起きないことが示されてい
る [32, 64]。
しかしながら、バレンプラトーを避けることだけできれば良いわけではない。というのも、例えば、

バレンプラトーを避けるためにエンタングルメントが生じない量子回路を用いたとすると、その量子回
路は古典コンピューターによって効率的にシミュレーションすることができる。よって、変分量子アル
ゴリズムにおいて古典計算よりも効率的な計算を行うためには、バレンプラトーを避ける一方で、古典
コンピューターによるシミュレーションが困難な量子回路を用いる必要がある。
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変分量子アルゴリズムにおいては、しばしば、パラメーターの初期値がランダムに選ばれ、それがバ
レンプラトーと関係することを前章で述べた。ユニタリ群における一様なランダムネスを考える場合、
ハール分布やユニタリデザインという概念が重要になる。後の 5, 6 章の解析においても、これらの概念
に基づいて解析を行う。よって、この章においては、ハール分布やユニタリデザインの定義から始め、そ
れらの性質や関連する定理、更に量子回路の表現力と呼ばれる量について説明する。4.1 節では、ハー
ル分布とそれに関する積分の公式について説明する。4.2 節でユニタリ t–デザインというユニタリの集
合に関する性質について説明する。4.3 節では、量子回路の表現力について説明する。

4.1 ハール分布
ハール分布（測度）とはコンパクト群上の一様分布であり、ユニタリ群上のハール分布 µHaar は、ユ

ニタリ群 U(d) 上のユニタリ不変な測度であって、以下の性質を満たすものである。

µHaar(U(d)) = const., µHaar(gU) = µHaar(Ug) = µHaar(U), ∀g ∈ U(d), ∀U ⊂ U(d) (4.1.1)

ここでは確率分布を考えるため µHaar(U(d)) = 1 とする。ハールランダムなユニタリ U とは、ハール分
布 µHaar からサンプリングされたユニタリ U のことを指す。
2 × 2 次元のハールランダムなユニタリをサンプリングして |0⟩ に作用させると、それらの状態は、

図 4.1.1のようにブロッホ球面上で一様に分布する。
z

x y

図 4.1.1: ブロッホ球面上でのハール分布
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ユニタリ群上のハール分布においては、次のような積分公式が成り立つ。� �

� �

定理 4.1.1. ハール分布に従うユニタリ W に関する積分は以下のように計算できる。∫
U(d)

dµHaar(W )wi,jw
∗
p,q =

δi,pδj,q
d

(4.1.2)∫
U(d)

dµHaar(W )wi1,j1wi2,j2w
∗
i′1,j

′
1
w∗
i′2,j

′
2
=

1

d2 − 1
(δi1,i′1δi2,i′2δj1,j′1δj2,j′2 + δi1,i′2δi2,i′1δj1,j′2δj2,j′1)

− 1

d(d2 − 1)
(δi1,i′1δi2,i′2δj1,j′2δj2,j′1 + δi1,i′2δi2,i′1δj1,j′1δj2,j′2)

(4.1.3)

たとえば、公式 (4.1.2) を用いると、次のような積分を計算することができる。∫
U(d)

dµHaar(W ) | ⟨0|W |0⟩ |2 =
∫
U(d)

dµHaar(W )w0,0w
∗
0,0 =

1

d
(4.1.4)

さらに、公式 (4.1.3) を用いることで、次の公式を導くことができる。∫
U(d)

dµHaar(W ) Tr
[
WAW †B

]
Tr
[
WCW †D

]
=

1

d2 − 1
(Tr[A] Tr[B] Tr[C] Tr[D] + Tr[AC] Tr[BD])

− 1

d(d2 − 1)
(Tr[AC] Tr[B] Tr[D] + Tr[A] Tr[C] Tr[BD])

(4.1.5)

∫
U(d)

dµHaar(W ) Tr
[
AW⊗2B(W †)⊗2

]
=

1

d2 − 1
(Tr[A] Tr[B] + Tr[A SWAP]Tr[B SWAP])

− 1

d(d2 − 1)
(Tr[A SWAP]Tr[B] + Tr[A] Tr[B SWAP]) (4.1.6)

ただし、SWAP =
∑d

i,j=1 |ij⟩ ⟨ji| である。証明は、論文 [27]の Supplementary Note 1 を参照。
これらの公式とテンソルネットワークによる記法を組み合わせることで、ハール分布に関する積分を

行列の脚の繋ぎ替えたものの和として表現することができる。テンソルネットワークとは、大きな量子
状態を効率的に表現するための方法である。以下に、必要なテンソルネットワークの記法を示す。

vi Aj k

図 4.1.2: べクトルと行列

AB

(AB)ik

A B

∑
j AijBjk

i k = i
j

k

図 4.1.3: 行列の積

A∑
iAii

図 4.1.4: トレース
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例えば、公式 (4.1.2)を用いて、次の積分公式を示せる。∫
U(d)

dµHaar(U) AUBU †C =
Tr[B]AC

d
(4.1.7)

テンソルネットワークによる記法を用いると、図 4.1.5のように表現することができる。

図 4.1.5: 公式 (4.1.7)に対応するテンソルネットワーク

また、公式 (4.1.3)を用いて、次の積分公式を示せる。∫
U(d)

dµHaar(U) AUBU †CUDU †E =
1

d2 − 1
(Tr[B] Tr[D]ACE +Tr[BD] Tr[C]AE)

− 1

d(d2 − 1)
(Tr[BD]ACE +Tr[B] Tr[C] Tr[D]AE) (4.1.8)

テンソルネットワークによる記法を用いると、図 4.1.6のように表現することができる。

図 4.1.6: 公式 (4.1.8)に対応するテンソルネットワーク

4.2 ユニタリ t–デザイン
ユニタリ t–デザインとは、ユニタリの集合に関する性質の一つであり、次のように定義される。
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定義 4.2.1. Pt,t(U) は、ユニタリ U と U † のそれぞれの成分に関して最大次数 t の斉次多項式と
する。K 個のユニタリの集合 {Uk} が以下の条件を満たすとき、この集合はユニタリ t–デザインを
成すという。

1

K

K∑
k=1

Pt,t(Uk) =

∫
U(d)

Pt,t(U)dµHaar(U) (4.2.1)

ここで、dµHaar はハール分布である。

すなわち、ユニタリ t–デザインとは、ユニタリの集合に関する斉次多項式 Pt,t(U) の平均値が、ユニタ
リ群上のハール分布に関する積分と厳密に等しいような性質のことである。ユニタリ t–デザインの性質
を持つユニタリの集合は、ユニタリ群上において一様に分布した要素の集合である。このような性質を
持つユニタリの集合を構成することができれば、ある斉次多項式 Pt,t(U) のハール分布に関する積分を、
有限のユニタリの集合による平均値として計算することができる。また、{Uk} がユニタリ t–デザイン
であれば、{Uk} はユニタリ (t− 1)–デザインでもあることが知られている。
例えば、ユニタリ t–デザインの集合として以下のものがある。

• Pauli 群 P(n) = {ei kπ2 Pj1 ⊗ Pj2 ⊗ · · · ⊗ Pjn | k, jl = 0, 1, 2, 3} はユニタリ 1–デザインである。

• Clifford 群 C(n) = {U ∈ U(2n)|UP(n)U † = P(n)} はユニタリ 3–デザインである。

図 4.2.1は、2× 2 のユニタリ 1–デザインとユニタリ 2–デザインを成す集合を 3次元球内の点として
表現したものである [65]。
次に言葉の定義を行う。n 量子ビットの系を考えるとする。2n× 2n のユニタリの集合がユニタリ t–デ

ザインを成すとき、このことを、考えている系に対してグローバルユニタリ t–デザインを成すという。
n より小さい自然数 s に対して、2s × 2s のユニタリの集合がユニタリ t–デザインを成すとき、このこ
とを、考えている系に対してローカルユニタリ t–デザインを成すという。

35



第 4 章 ハール分布と量子回路の表現力 2

2. (Twirling of states) For all ρ ∈ B(H⊗H)

1

K

∑

Uk∈D

(Uk ⊗ Uk) ρ (Uk ⊗ Uk)† (2)

=

∫

U(d)
(U ⊗ U) ρ (U ⊗ U)†dU. (3)

3. (Twirling of channels) For any quantum channel Λ

1

K

∑

Uk∈D

U †
kΛ(UkρU

†
k)Uk (4)

=

∫

U(d)
U †Λ(UρU †)UdU.

The problem has a long history, which is formulated mostly
in the second of the three equivalent guises listed above. The
“twirling” operation originates from invariant theory (where
it is sometimes called “transfer homomorphism”) and has, to
our knowledge, first been introduced to quantum information
theory in Ref. [17], giving rise to the concept of a “Werner
state”. Later, it was noted that in d = 2 (i.e., for single qubits),
it suffices to average over a finite set of unitaries [18]. A
construction for general dimensions – employing non-evenly
weighted unitaries – appeared in Ref. [19]. DiVincenzo et al.
[13] realized that the Clifford group [20, 23] for qubit systems
exhibits the property given in Eq. (2); a fact which was later
generalized to systems of prime-power dimensions by Chau
[12]. Similar ideas appeared in Ref. [21]. A first concise
treatment was given in a master thesis by Dankert [1] (where
the term of a unitary t-design has been coined) and in a later
paper by Dankert et al. [2]. In these publications, the equiva-
lence of the criteria in Definition 1 has been made explicit and
the question of how to efficiently implement the unitaries of
certain designs was addressed.
Despite the large amount of interest paid to the problem,

the following natural questions have been left open and will
partly be answered in this paper:

1. In which dimensions do unitary 2-designs exist and
when can they be explicitly constructed? While we do
not have a general answer to this question, a host of
examples is provided in Sections III and IVC. [Note
added in revised version: After this article had been
submitted, A. Scott made us aware of Ref. [45]. This
extremely general paper proves – among other things
– the existence of unitary designs for every t and d (it
does not provide an explicitly way for constructing the
designs). Thus, the question posed above can partly be
answered affirmatively.]

2. What is the minimal number of elements needed for a
2-design? See Section II C for a lower bound, which
we conjecture to be tight in leading order.

3. Is there an easy criterion to decide whether a given set
of matrices constitutes a design? This question is an-
swered affirmatively in Section II B. We transfer the
concept of a frame potential [3, 31] from spherical to

(a) (b)

FIG. 1: Visualization of the 12-element Clifford 2-design described
in Section IVC. As up to phases SU(2) ≃ SO(3), every qubit uni-
tary corresponds to a three-dimensional rotation. The group SO(3),
in turn, can be pictured as a ball with radius π, where antipodes on the
boundary are identified. This is done by associating to every rotation
by an angle φ ∈ [0, π] about the unit-vector n̂ the point φ n̂ ∈ 3.
Figure (a) shows the four Pauli matrices ,σx,σy,σz in this rep-
resentation. The non-trivial Pauli operations lie on the boundary of
the ball and hence appear twice: σx, e.g., at ±(π, 0, 0)T . Adding
eight further Clifford operations, which correspond to the vertices
2π/

√
27(±1,±1,±1)T of a cube, we arrive at the 2-design pictured

in Figure (b).

unitary designs. The frame potential is a simple poly-
nomial expression in the matrix elements, which is min-
imized exactly for designs. This criterion even allows
for numerical searches in spaces of small dimensions.

4. Can one find designs among matrix groups? Section III
treats this special case. It turns out that the theory is
especially clear when one restricts attention to groups.
The frame potential will be re-interpreted in terms of
basic character theory.

5. Is it possible to explicitly construct approximate unitary
designs? In Section IVB we give an explicit construc-
tion for turning mutually unbiased bases (MUBs) into
unitary matrices which asymptotically approximate 2-
designs. More precisely, the prescription yields a set
of unitaries for every prime-power dimension d. These
sets approximate 2-designs as d → ∞. Also, the car-
dinality of such asymptotic designs is of the same order
as the lower bound derived earlier.

6. The set of operators B( d) on d form a d2-
dimensional Hilbert space. What is the connection be-
tween the unitary designs inU(d) and spherical designs
in d2

? The relation can be made rather explicit in
terms of the Jamiołkowski isomorphism and the frame
potential. Both spherical and unitary designs corre-
spond to minima of the potential – yet under different
constraints. This statement is made precise in Section
II B.

7. What about more general concepts such as t-designs for
t > 2 or substituting U(d) by other groups? We will
discuss this general scenario in Section VA and present
an example of a qubit 5-design.

2
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by an angle φ ∈ [0, π] about the unit-vector n̂ the point φ n̂ ∈ 3.
Figure (a) shows the four Pauli matrices ,σx,σy,σz in this rep-
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imized exactly for designs. This criterion even allows
for numerical searches in spaces of small dimensions.

4. Can one find designs among matrix groups? Section III
treats this special case. It turns out that the theory is
especially clear when one restricts attention to groups.
The frame potential will be re-interpreted in terms of
basic character theory.

5. Is it possible to explicitly construct approximate unitary
designs? In Section IVB we give an explicit construc-
tion for turning mutually unbiased bases (MUBs) into
unitary matrices which asymptotically approximate 2-
designs. More precisely, the prescription yields a set
of unitaries for every prime-power dimension d. These
sets approximate 2-designs as d → ∞. Also, the car-
dinality of such asymptotic designs is of the same order
as the lower bound derived earlier.

6. The set of operators B( d) on d form a d2-
dimensional Hilbert space. What is the connection be-
tween the unitary designs inU(d) and spherical designs
in d2

? The relation can be made rather explicit in
terms of the Jamiołkowski isomorphism and the frame
potential. Both spherical and unitary designs corre-
spond to minima of the potential – yet under different
constraints. This statement is made precise in Section
II B.

7. What about more general concepts such as t-designs for
t > 2 or substituting U(d) by other groups? We will
discuss this general scenario in Section VA and present
an example of a qubit 5-design.

図 4.2.1: SU(2) ∼ SO(3) なので、2× 2 のユニタリは位相を除いて 3次元回転に対応する。更に、単位
ベクトル n̂ 周りの角度 φ ∈ [0, π] の回転をベクトル φn̂ ∈ R3 と対応させると、SO(3) は半径 π の球内
の点として表現できる。左がユニタリ 1–デザイン、右がユニタリ 2–デザインの点の集合を表している。
ただし、球面の反対側の点は同一視される。論文 [65]より引用

4.3 表現力
量子回路によって生成されるユニタリの集合を U と表す。量子回路の表現力とは、量子回路がどれだ

けの多くのユニタリを表現できるかという能力（表現能力）を定量化したものであり、次のように定義
される。� �

� �

定義 4.3.1. 量子回路 U の表現力は、次のように定義される。

ϵ
(t,p)
U (X) :=

∥∥∥A(t)
U (X)

∥∥∥
p
, (4.3.1)

A(t)
U (X) :=

∫
V ∈U(d)

dµHaar(V ) (V XV †)⊗t −
∫
U∈U

dU (UXU †)⊗t, (4.3.2)

ここで、∥·∥p は Schatten p–ノルムであり、X は入力状態またはオブザーバブルである。

量子回路の表現力は、量子回路の表現領域 U と U(d) のそれぞれに依存する量の差として定義される。
そのため、量子回路の表現力という値は、多くのユニタリを表現できるほど（表現能力が高いほど）小
さくなる。たとえば、量子回路がその次元の全てのユニタリを表現できる場合、表現力の値は 0 となる。
一般的には、量子回路の層数が多いほど、すなわち、使用するパラメーター付きゲート数や制御ゲート
が多いほど表現能力は高く、表現力は小さくなる。
バレンプラトーという現象は、量子回路がユニタリ 2–デザインを成すことが原因の一つであることを

すでに述べた。よって、ここでは t = 2 の場合のみを考えることにする。
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Unitary group U(d)

Accesible space U

図 4.3.1: ユニタリ群 U(d) と量子回路の表現領域 U

4.3.1 p = 1

p = 1 のとき、X として |0⟩⟨0| := |0⟩⟨0|⊗n を用いると、表現力は次のようになる。

ϵ
(2,1)
U (|0⟩⟨0|) :=

∥∥∥A(2)(|0⟩⟨0|)
∥∥∥
1

= Tr

∣∣∣∣∣
∫
V ∈U(d)

dµHaar(V ) (V |0⟩⟨0|V †)⊗2 −
∫
U∈U

dU (U |0⟩⟨0|U †)⊗2

∣∣∣∣∣ (4.3.3)

トレースの第一項は以下のように計算される [66]。∫
V ∈U(d)

dµHaar(V ) (V |0⟩⟨0|V †)⊗2 =
1d2 + SWAP

d(d+ 1)
, (4.3.4)

ただし、SWAP :=
∑d

i,j=1 |ij⟩ ⟨ji| である。

4.3.2 p = 2

p = 2 のとき、次の定理が成り立つ。
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定理 4.3.1. 表現力 ϵ
(t,2)
U (X) =

∥∥A(t)(X)
∥∥
2
は以下のようにフレームポテンシャルと呼ばれる量 F

によって表すことができる [26]。

ϵ
(t,2)
U (X) :=

√
F (t)
U (X)−F (t)

Haar(X) (4.3.5)

F (t)
U (X) :=

∫
W∈U

∫
V ∈U

dWdV Tr
[
WXW †(V XV †)†

]t
(4.3.6)

F (t)
Haar(X) :=

∫
W∈U(d)

∫
V ∈U(d)

dµHaar(W )dµHaar(V )Tr
[
WXW †(V XV †)†

]t
=

∫
V ∈U(d)

dµHaar(V )Tr
[
V X†V †X

]t
(4.3.7)

特に t = 2 のとき、F (t)
U(d)(X) は、公式 (4.1.5) を用いて以下のように計算できる。

F (2)
Haar(X) =

Tr
[
X4
]
+Tr

[
X2
]2

22n − 1
−

2Tr
[
X2
]
Tr[X]2

2n(22n − 1)
(4.3.8)

証明. {
ϵ
(t,2)
U (X)

}2
:=
∥∥∥A(t)(X)

∥∥∥2
2

(4.3.9)

:= Tr
[
A(t)(X)†A(t)(X)

]
(4.3.10)

= Tr

(∫
V ∈U(d)

dµHaar(V ) (V X†V †)⊗t −
∫
U1∈U

dU1 (U1X
†U †

1)
⊗t

)

×

(∫
W∈U(d)

dµHaar(W ) (WXW †)⊗t −
∫
U2∈U

dU2 (U2XU
†
2)

⊗t

)
(4.3.11)

(1)
=

∫
V ∈U(d)

∫
W∈U(d)

dµHaar(V )dµHaar(W ) Tr
[
V X†V †WXW †

]t
−
∫
V ∈U(d)

∫
U2∈U

dµHaar(V )dU2 Tr
[
V X†V †U2XU

†
2

]t
−
∫
U1∈U

∫
W∈U(d)

dU1dµHaar(W ) Tr
[
U1X

†U †
1WXW †

]t
+

∫
U1∈U

∫
U2∈U

dU1dU2 Tr
[
U1X

†U †
1U2XU

†
2

]t
(4.3.12)

(2)
=

∫
V ∈U(d)

∫
W∈U(d)

dµHaar(V )dµHaar(W ) Tr
[
V X†V †X

]t
−
∫
V ∈U(d)

∫
U2∈U

dµHaar(V )dU2 Tr
[
V X†V †X

]t
−
∫
U1∈U

∫
W∈U(d)

dU1dµHaar(W ) Tr
[
X†WXW †

]t
+

∫
U1∈U

∫
U2∈U

dU1dU2 Tr
[
U1X

†U †
1U2XU

†
2

]t
(4.3.13)

(3)
=

∫
U1∈U

∫
U2∈U

dU1dU2 Tr
[
U1X

†U †
1U2XU

†
2

]t
−
∫
U(d)

dµHaar(V ) Tr
[
V X†V †X

]t
(4.3.14)

= F (t)
U (X)−F (t)

Haar(X) (4.3.15)

38



第 4 章 ハール分布と量子回路の表現力

等号 (1)では、A⊗tB⊗t = (AB)⊗t であることと、Tr
[
C⊗t

]
= Tr[C]t であることを用いた。等式 (2)で

は、ハール分布の性質（両側不変性）を用いた。等式 (3)では、∫W∈U(d) dµHaar(W ) =
∫
U1,2∈U dU1,2 = 1

であることを用いた。 ■� �

� �
系 4.3.2. t = 2, X = |0⟩⟨0| のとき、表現力は次のように計算される [26]。

(ϵ
(2,2)
U (|0⟩⟨0|))2 =

∫
W∈U

∫
V ∈U

dWdV | ⟨0|W †V |0⟩ |4 − 1

2n−1(2n + 1)
(4.3.16)

式 4.3.16 の右辺の第一項をみると、これは対象となる量子回路から生成される 2 つの状態ベクトル
V |0⟩ , W |0⟩ の内積の絶対値の 4乗を積分（平均）したものであることがわかる。変分量子回路の表現
力を数値計算で求める場合は、パラメーターをランダムにサンプリングして 2つの状態ベクトルを生成
し、それらの内積の絶対値の 4乗を平均すればよい（モンテカルロ積分）。

証明. X = |0⟩⟨0| のとき、F (2)
U (|0⟩⟨0|), F (2)

U (|0⟩⟨0|) は以下のように計算される。

F (2)
U (|0⟩⟨0|) :=

∫
W∈U

∫
V ∈U

dWdV Tr
[
W |0⟩⟨0|W †(V |0⟩⟨0|V †)†

]2
(4.3.17)

=

∫
W∈U

∫
V ∈U

dWdV | ⟨0|W †V |0⟩ |4 (4.3.18)

F (2)
U (|0⟩⟨0|) :=

∫
W∈U

∫
V ∈U

dµHaar(W )dµHaar(V )Tr
[
W |0⟩⟨0|W †(V |0⟩⟨0|V †)†

]2
(4.3.19)

=

∫
W∈U

∫
V ∈U

dµHaar(W )dµHaar(V )Tr
[
(V †W ) |0⟩⟨0| (V †W )† |0⟩⟨0|

]2
(4.3.20)

(1)
=

∫
W∈U

∫
V ∈U

dµHaar(W )dµHaar(V )Tr
[
W |0⟩⟨0|W † |0⟩⟨0|

]2
(4.3.21)

(2)
=

∫
W∈U

dµHaar(W )Tr
[
W |0⟩⟨0|W † |0⟩⟨0|

]2
(4.3.22)

=

∫
W∈U

dµHaar(W ) |⟨0|W |0⟩|4 (4.3.23)

=

∫
W∈U

dµHaar(W )w0,0w0,0w
∗
0,0w

∗
0,0 (4.3.24)

(3)
=

1

2n−1(2n + 1)
(4.3.25)

等号 (1)では、ハール分布の性質（左不変性）を用いた。等号 (2)では、∫V ∈U dµHaar(V ) = 1 を用いた。
等号 (3)では、公式 (4.1.2) を用いた。 ■

実際に系 4.3.2を用いて 2つの具体的な量子回路に対して表現力 (ϵ
(2,2)
U (|0⟩⟨0|))2 を計算してみる。1つ

は、Tensor Product Ansatz (TPA)と呼ばれる回路であり、図 4.3.2の左のような、2量子ビットゲートを
持たない回路である。もう 1つは、Alternating Layered Ansatz (ALT) と呼ばれる回路であり、図 4.3.2

の右のような、2量子ビットゲートを交互にずらして配置する量子回路である。
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|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

1 2 3

|0⟩ Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry Rx Ry

|0⟩ Rx Ry Rx Ry

1 2 3

図 4.3.2: 6量子ビット 3層の TPA（左）と ALT（右）

TPA の表現力の 2乗した値を各量子ビット数 n、各層数 L について計算した結果を図 4.3.3の左に
示す。ALT の表現力の 2乗した値を各量子ビット数 n、各層数 L について計算した結果を図 4.3.3の右
に示す。表現力は、全てのパラメーターを 5000 回ランダムにサンプリングして計算した。

図 4.3.3: TPA（左）と ALT（右）の表現力

TPA はエンタングルメントを持たないため、一定以上の層数になると表現力がほとんど変化してい
ない。一方、ALT の総数を増やすほどエンタングルメントが増え、表現力が小さくなっていることがわ
かる。
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第5章 量子機械学習におけるコスト関数の勾配の分
散の上界

量子機械学習におけるバレンプラトーの研究は、それ以外の変分量子アルゴリズムにおけるバレンプ
ラトーの研究に比べて少ない [29, 30]。特に、量子機械学習のデータの入力がバレンプラトーにどのよ
うに影響するかについては、詳しくわかっていない。そこで、この章では、量子機械学習におけるコス
ト関数の勾配の分散の上界をデータ入力の観点から調べた結果を示す。まず、5.1 節では、勾配の分散
の上界を、先行研究に基づき新たに導出する。5.2 節では、入力状態がグローバルユニタリ 2–デザイン
を成す場合の勾配の分散の上界を求める。5.3 節では、勾配の分散の上界を入力回路の表現力によって
表す。5.4 節では、入力状態がローカルユニタリ 2–デザインを成すというグローバルユニタリ 2–デザイ
ンよりも弱い仮定の下で、勾配の分散の上界を計算する。最後に、5.5 節では、5.4 節の設定に加えて、
Depolarizing ノイズがある場合の勾配の分散の上界を計算する。
本論文のバレンプラトーの解析においては、基本的に図 5.0.1にあるような量子回路学習モデル（3.2.1節）

を用いる。ただし、定理 5.1.2については Data reuploading モデル（3.2.2 節）についても成り立つ。量
子カーネル法（3.2.3 節）に関するバレンプラトーについては、先行研究 [30]において既に解析されて
いるため、本論文では扱わない。

|0⟩

U(xi) V (θ)...
...

|0⟩

図 5.0.1: 量子回路学習における量子回路の構造

xi はデータセット {(xi, yi)}Ni=1 の内、i 番目の組の入力に対応するデータであり、θ は学習パラメー
ターである。U(xi) はデータを入力するためのユニタリであり、V (θ) は学習パラメーターを入力する
ためのユニタリである。ただし、全てのパラメーター θ = (θ1, θ2, · · · ) は独立であり、取りうる区間は
[0, 2π] であると仮定する。
データ入力後の量子状態の密度演算子を ρi = U(xi) |0⟩⟨0|U †(xi) と表し、これを入力状態と呼ぶ。ま

た、学習パラメーター入力後の量子状態の密度演算子を ρi(θ) = V (θ)U(xi) |0⟩⟨0|U †(xi)V
†(θ) とする。

以降の解析においては、U := {U(x)|x ∈ X ⊂ Rm, m ∈ N} とする。すなわち、U は入力データ x に
よって生成されるユニタリの集合である。関数 g(U(x)) の入力データ x ∈ X に関する積分は、次のよ
うに U ∈ U に関する積分として表現する。∫

U
dU g(U) =

∫
X
dx g(U(x)) (5.0.1)
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5.1 量子機械学習における勾配の分散の一般的な上界
バレンプラトーに関連するほとんどの論文では、コスト関数は式 (5.1.1) のように、あるオブザーバブ

ルの期待値として与えられる（VQEやQAOAなどの典型的な変分量子アルゴリズムにおけるコスト関
数）。一方、教師ありの量子機械学習においては式 (5.1.2) のように、各訓練データに依存する出力 ℓi(θ)

それ自体、あるいは更に関数を作用させたものをモデルの予測としてコスト関数が定義される。このよ
うなコスト関数に関するバレンプラトーの先行研究はまだ少ない。

ℓi(θ) = Tr[ρi(θ)O], (5.1.1)

L(θ) = 1

N

N∑
i=1

f(ℓi(θ), yi) (5.1.2)

ただし、f は f(x, y) := |x− y| や f(x, y) := (x− y)2、f(x, y) := −y log x− (1− y) log (1− x) などの
関数であり、O は任意のオブザーバブルである。
ℓi(θ) の勾配は、パラメーターシフトルール（3.1.3 節）によって求めることができる。一方、L(θ) の

勾配は、∂ν := ∂/∂θν として、次のように連鎖律によって求める。

∂νL(θ) =
N∑
i=1

∂ℓi(θ)f · ∂νℓi(θ). (5.1.3)

この勾配の計算量が量子ビット数に関してどのようにスケールするかを調べることは、量子機械学習
の計算量の評価において重要である。よって、バレンプラトーの定義にもあるように、この勾配の分散
VarV (θ) [∂νL(θ)] を調べる。まず、分散の公式を用いて式 (5.1.3)を次のように変形してみる。

VarV (θ) [∂νL(θ)] = VarV (θ)

[
1

N

N∑
i=1

∂νf(ℓi(θ), yi)

]

=
1

N2

N∑
i,j=1

CovV (θ)[∂νf(ℓi(θ), yi), ∂νf(ℓj(θ), yj)] (5.1.4)

すると、VarV (θ) [∂νL(θ)] は ∂νf(ℓi(θ), yi) の共分散に分解できる。共分散は負の値を取りうるため、
VarV (θ) [∂νL(θ)] のスケーリングが VarV (θ) [∂νℓi(θ)] のスケーリングと同じとは限らないことがわかる。
VarV (θ) [∂νL(θ)] の性質に関して、先行研究 [29]により次の結果が得られている。� �

� �

定理 5.1.1. （論文 [29] の Theorem 1 の結果）量子機械学習におけるコスト関数 L(θ) =∑N
i=1 f(ℓi(θ; yi), yi) のパラメーター θν ∈ θ に関する勾配 ∂νL(θ) ≡ ∂L(θ)/∂θν の分散は次の

ように上から抑えられる。

VarV (θ)[∂νL(θ)] ≤

(
1

N

N∑
i=1

gi

√
VarV (θ)[∂νℓi(θ)] + (EV (θ)[∂νℓi(θ)])2

)2

(5.1.5)

ここで、ℓi(θ) ≡ ℓi(θ; yi) であり、平均と分散はパラメーター θ に関して取られている。また、gi
は以下のように定義される。

gi =
√
2max

ℓi

∣∣∣∣ ∂f∂ℓi
∣∣∣∣ (5.1.6)

ここで、maxℓi |∂f/∂ℓi| は f(ℓi, yi) の偏微分の絶対値の最大値である。
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この定理は、ℓi(θ) の勾配の分散の解析を L(θ) の勾配の分散の解析に適用できることを示した最初の
結果であった。例えば、全ての i について ℓi(θ) がバレンプラトーになるとすると、

EV (θ)[∂νℓi(θ)] = 0, VarV (θ)[∂νℓi(θ)] ∈ O
(
2−αn

)
, 0 < α for all i (5.1.7)

が成り立つ。よって、全ての i について gi ∈ O(poly(n)) であるならば、上界 (5.1.5)は O(2−αn) とな
る。したがって、L(θ) もバレンプラトーとなる。
本研究では、上界について次の定理 5.1.2を導いた。上界 (5.1.8)は上界 (5.1.5)よりも緩いが、具体的

な回路に対して上界を解析的に計算することができる。� �

� �
定理 5.1.2. Theorem 5.1.1と同じ仮定の下、次の不等式が成り立つ。

VarV (θ)[∂νL(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]×

∫
U∈U

dU VarV (θ)[∂νℓ(θ)] (5.1.8)

この定理の証明においては、次の補題を用いる。証明は論文 [30]の Lemma 1, 5 を参照されたい。� �

� �

補題 5.1.3. 分散についての以下の不等式が成り立つ。

Var
[∑

i

Xi

]
≤ N

∑
i

Var[Xi], (5.1.9)

Var[XY ] ≤ 2Var[X]
∣∣Y 2
∣∣
max

+ 2(E[X])2Var[Y ] . (5.1.10)

証明. まず、EV (θ) [∂νℓi(θ)] = 0を示す。ここでは、定理A.2.1と同じように、ℓi(θ) := C(θ) = Tr[ρi(θ)O],

V (θ) = V+V−, V+ :=
∏L

l=k+1 Ul(θl)Wl, V− :=
∏k

l=1 Ul(θl)Wl とする。また、証明 A.2で得られるよう
に、次の等式が成り立つ。

∂νℓi(θ) =
i

2
Tr
[
V−ρV

†
− [Pk, V

†
+OV+]

]
(5.1.11)

簡単のため、 c = cos(θν/2), s = sin(θν/2) とする。このとき、∂νℓi(θ) は次のように展開できる。

∂νℓi(θ) =
i

2
Tr
[
V−ρV

†
− [Pk, V

†
+OV+]

]
(5.1.12)

=
i

2
Tr

(c1− i sPk)Wk

(
k−1∏
l=1

UlWl

)
ρ

(
k−1∏
l=1

UlWl

)†

W †
k (c1− i sPk)

† [Pk, V
†
+OV+]

 (5.1.13)

=
i

2

{
(c2 − s2)Tr

[
[ρ′, Pk]V

†
+OV+

]
+ i csTr

[
[ρ′, Pk]

]}
(5.1.14)

ただし、ρ′ =Wk

(∏k−1
l=1 UlWl

)
ρ
(∏k−1

l=1 UlWl

)†
W †

k とした。θν ∈ [0, 2π] による平均は、

1

2π

∫ 2π

0
dθν (c

2 − s2) = 0,
1

2π

∫ 2π

0
dθν cs = 0 (5.1.15)

である。よって、EV (θ) [∂νℓi(θ)] = 0 である。
次に VarV (θ)[∂νL(θ)] の上界を導く。

VarV (θ) [∂νL(θ)] = VarV (θ)

[
1

N

N∑
i=1

∂νf(ℓi(θ), yi)

]
(5.1.16)
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(1)

≤ 1

N

N∑
i=1

VarV (θ)[∂νf(ℓi(θ), yi)] (5.1.17)

=
1

N

N∑
i=1

VarV (θ)[∂ℓi(θ)f · ∂νℓi(θ)] (5.1.18)

(2)

≤ 1

N

N∑
i=1

2max
θ

[(∂ℓi(θ)f)
2] ·VarV (θ)[∂νℓi(θ)] (5.1.19)

≤ 2max
i, θ

[(∂ℓi(θ)f)
2]× 1

N

N∑
i=1

VarV (θ)[∂νℓi(θ)] (5.1.20)

=: 2max
i,θ

[(∂ℓi(θ)f)
2]×

∫
U∈U

dU VarV (θ)[∂νℓ(θ)] (5.1.21)

ただし、不等式 (1)では、不等式 (5.1.9)を用いた。不等式 (2)では、不等式 (5.1.10)と EV (θ) [∂νℓi(θ)] = 0

を用いた。 ■

この結果から、コスト関数の勾配の分散の上界を求めるためには、∫U∈U dU VarV (θ)[∂νℓ(θ)] を計算す
る必要があるとわかる。具体的なスケーリングを求めるため、以降の解析においては、図 5.1.1の構造
を仮定する。すなわち、初めは入力回路には条件を課さず、学習回路のみ ξ 個の s 量子ビットユニタリ
のテンソル積からなる回路であるとする。

図 5.1.1: 解析する量子回路の構造：学習回路は s 量子ビットユニタリのテンソル積からなる

この学習回路の各 s 量子ビットユニタリがそれぞれユニタリ 2–デザインを成す、すなわち、ローカル
ユニタリ 2–デザインを成すと仮定する。このとき、次の命題が成り立つことが先行研究 [27]により示
されている。
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� �

� �

命題 5.1.4. (論文 [27] の Supplementary Note 5, B の結果) V (θ) が、s 量子ビットユニタリ
のテンソル積からなり、それぞれがローカルユニタリ 2–デザインを成すと仮定する。コスト関数
ℓi(θ) = Tr[ρi(θ)OL], OL = 1

n

∑n
j=1 |0⟩⟨0|j ⊗ 1j について、h 番目のゲートブロック中のパラメー

ター θν 関する偏微分を考える。このとき、次の等式が成り立つ。

VarV (θ)[∂νℓi(θ)] = rn,sDHS(ρ
(h)
i ,1/2s) (5.1.22)

ここで、rn,s := s·23(s−1)

n2(22s−1)2
∈ Ω(1/poly(n))であり、DHS(A,B) = Tr

[
(A−B)2

]は Hilbert–Schmidt

距離である。また、1/2s は s 量子ビット上の最大混合状態であり、ρ(h)i = Trh[U(xi) |0⟩⟨0|U †(xi)]

は h 番目のユニタリが作用する s 量子ビット上の入力状態の縮約密度演算子である。

この命題において、学習回路とオブザーバブルの情報は rn,s に含まれるが、s は n によらず、オブ
ザーバブルは局所的なものであるため、これらはバレンプラトーの原因とならない。一方で、この命題
は、入力状態の縮約密度演算子 ρ

(h)
i が最大混合状態に近いほど、VarV (θ)[∂νℓi(θ)] が小さくなることを

意味する。つまり、式 (6.2.12)は、データセットと入力回路の構造の情報を含む ρi がバレンプラトーを
引き起こす可能性があることを意味する。
式 (6.2.12)を式 (5.1.8)に代入すると、次の上界を得る。

VarV (θ)[∂νL(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s ×

∫
U∈U

dUDHS(ρ
(h),1/2s). (5.1.23)

よって、∫U∈U dUDHS(ρ
(h),1/2s) が上界のスケーリングを決めることがわかる。

5.2 グローバルユニタリ 2–デザインの入力状態とバレンプラトー
バレンプラトーの解析においては、しばしば、学習回路がグローバルユニタリ 2–デザインを成すと仮

定する。そこで、∫U∈U dUDHS(ρ
(h),1/2s) を計算する最初の簡単なモデルとして、入力状態の集合がグ

ローバルユニタリ 2–デザインを成すと仮定する。DHS(ρ,1/2
s) = Tr

[
ρ2
]
− 1/2s であることから、

DHS(ρ
(h),1/2s) = Tr

[
(Trh[U |0⟩⟨0|U

†])2
]
− 1/2s (5.2.1)

であり、最初の項は U, U † の成分に関してそれぞれ 2次の多項式である。よって、ユニタリ 2–デザイン
の定義から次のように U = U(d), dU = dµHaar(U) として積分してよい。∫

U∈U(d)
dµHaar(U)DHS(ρ

(h),1/2s) =

∫
U∈U(d)

dµHaar(U)Tr
[
(Trh[U |0⟩⟨0|U

†])2
]
− 1/2s (5.2.2)

となる。右辺の第一項の積分計算は、次の定理により与えられる。� �

� �

定理 5.2.1. H を H = Hh ⊗Hh のように二つの系からなる n 量子ビットの Hilbert 空間とする。
ここで、Hh は s 量子ビットからなる Hilbert 空間であり、Hh は残りの n − s 量子ビットからな
る Hilbert 空間である。このとき、次の式が成り立つ。∫

U∈U(d)
Trh[(Trh[U |0⟩⟨0|U

†])2]dU =
2n−s + 2s

2n + 1
. (5.2.3)
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証明. aij = Ui1U
∗
j1, t = 2n−s とすると、

Trh[U |0⟩⟨0|U
†] =

a1,1 + a2,2 + · · ·+ at,t a1,t+1 + a2,t+2 + · · ·+ at,2t · · · a1,2n−t+1 + a2,2n−t+2 + · · ·+ at,2n

at+1,1 + at+2,2 + · · ·+ a2t,t at+1,t+1 + at+2,t+2 + · · ·+ a2t,2t · · · at+1,2n−t+1 + at+2,2n−t+2 + · · ·+ a2t,2n

· · · · · · · · · · · ·
a2n−t+1,1 + · · ·+ a2n,t a2n−t+1,t+1 + · · ·+ a2n,2t · · · a2n−t+1,2n−t+1 + · · ·+ a2n,2n .


(5.2.4)

よって、上の行列の二乗 (Trh[U |0⟩⟨0|U
†])2 の (1,1)成分は以下のようになる。

(a1,1 + a2,2 + · · ·+ at,t)
2 + (a1,t+1 + a2,t+2 + · · ·+ at,2t)(at+1,1 + at+2,2 + · · ·+ a2t,t)

· · ·+ (a1,2n−t+1 + · · ·+ at,2n)(a2n−t+1,1 + · · ·+ a2n,t) (5.2.5)

ユニタリ 2–デザインの定義から、ハール分布の積分公式 (4.1.3)を用いることができ、∫
U∈U(d)

dµHaar(U) aijai′j′ =
1

d(d+ 1)
(δijδi′j′ + δij′δi′j) (5.2.6)

が成り立つ。よって、ap,pap,p, ap,paq,q, ap,qaq,p (p ̸= q) のみが生き残る。他の対角成分も同様であるか
ら、求める式は以下のようになる。

∫
U∈U(d)

Tr
[
(Trh[U |0⟩⟨0|U

†])2
]
dµHaar(U)

=

∫
U∈U(d)

dµHaar(U)


[

t∑
i=1

a2ii

]
+

2 t∑
i<j

aiiajj

+

[
t∑

i=1

at+i,iai,t+i

]
+ · · ·+

[
t∑

i=1

a2n−t+i,iai,2n−t+i

]
︸ ︷︷ ︸

2s−1 個

× 2s

(5.2.7)

=

∫
U∈U(d)

dµHaar(U)

[ t∑
i=1

a2ii

]
+

2 t∑
i<j

aiiajj

+

[
t∑

i=1

at+i,iai,t+i

]
× (2s − 1)

× 2s (5.2.8)

=

(
t× 2

d(d+ 1)
+ 2× tC2 ×

1

d(d+ 1)
+ t× 1

d(d+ 1)
× (2s − 1)

)
× 2s (5.2.9)

=
2n−s + 2s

2n + 1
(5.2.10)

■

この定理より、∫
U∈U(d)

dµHaar(U)DHS(ρ
(h),1/2s) =

∫
U∈U(d)

dµHaar(U)Tr
[
(Trh[U |0⟩⟨0|U

†])2
]
− 1/2s

=
2n−s + 2s

2n + 1
− 1/2s

=
2s − 2−s

2n + 1
∈ [0, 1− 1/2s] (5.2.11)
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=: DHaar (5.2.12)

したがって、入力状態の集合がグローバルユニタリ 2–デザインを成す場合の上界は次で与えられる。

VarV (θ)[∂νL(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s ×

2s − 2−s

2n + 1
∈ O

(
1

2n

)
(5.2.13)

以上より、量子回路の構造は図 5.1.1で与えられ、学習回路やオブザーバブルがパレンプラトーを引き
起こさないとしても、入力状態の集合がグローバルユニタリ 2–デザインを成す場合は、コスト関数はバ
レンプラトーとなることが分かった。

5.3 入力回路の表現力による上界
この節では、上界 (5.1.23) のうち ∫

U∈U dUDHS(ρ
(h),1/2s) の項が、前節で得た結果

DHaar =
2s − 2−s

2n + 1

と入力回路の表現力によって、次のように上から抑えられることを示す。∫
U∈U

dUDHS(ρ
(h), 1/2s) ≤ DHaar + ϵ

(2,1)
U (|0⟩⟨0|)

この不等式により、入力回路の表現能力が高いほど、上界がきつくなることが定性的に理解される。
まず、その証明に必要な 2つの補題を示す。� �

� �

補題 5.3.1. 密度演算子 ρA ∈ S(HA), ρB ∈ S(HB) (dimHA = dimHB) に対して、次の等式が成
り立つ。

TrA[SWAP (ρA ⊗ ρB)] = ρA ρB (5.3.1)

ただし、SWAP :=
∑d

i,j=1 |i⟩ ⊗ |j⟩ ⟨j| ⊗ ⟨i| , e.g. SWAP |xi⟩ ⊗ |yj⟩ = |yj⟩ ⊗ |xi⟩ である。

証明. ρA と ρB は、それぞれ ρA =
∑d

i=1 λi |xi⟩⟨xi| と ρB =
∑d

i=1 µi |yi⟩⟨yi| のように固有分解されると
仮定する。これを TrA[SWAP (ρA ⊗ ρB)] に代入すると、

TrA[SWAP (ρA ⊗ ρB)] = TrA

SWAP

 d∑
i,j=1

λiµj(|xi⟩ ⊗ |yj⟩)(⟨xi| ⊗ ⟨yj |)


= TrA

 d∑
i,j=1

λiµj(|yj⟩ ⊗ |xi⟩)(⟨xi| ⊗ ⟨yj |)


=

d∑
i,j=1

λiµj TrA[|yj⟩⟨xi|] |xi⟩⟨yj |

=

d∑
i,j=1

λiµj ⟨xi|yj⟩ |xi⟩⟨yj |

= ρA ρB

■
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� �

� �

補題 5.3.2. 密度演算子 ρC1 ∈ S(HC1 = HA1 ⊗HB1), ρC2 ∈ S(HC2 = HA2 ⊗HB2) (dimHA1 =

dimHA2, dimHB1 = dimHB2) に対して、次の等式が成り立つ。

Tr[TrB1 ρC1 × TrB2 ρC2] = Tr[(SWAPA1,A2 ⊗ 1B1,B2) (ρC1 ⊗ ρC2)] (5.3.2)

証明.

TrB1 ρC1 × TrB2 ρC2
(1)
= TrA1[SWAPA1,A2 (TrB1 ρC1 ⊗ TrB2 ρC2)]

= TrA1[SWAPA1,A2 TrB1,B2[ρC1 ⊗ ρC2]]

(2)
= TrA1,B1,B2[(SWAPA1,A2 ⊗ 1B1,B2) (ρC1 ⊗ ρC2)]

= TrC1,B2[(SWAPA1,A2 ⊗ 1B1,B2) (ρC1 ⊗ ρC2)].

等式 (1)では、補題 5.3.1を用いた。等式 (2)では、任意の V,W ∈ L(HAB) に対して、TrA[V TrB[W ]] =

TrAB[(V ⊗1B)W ] が成り立つことを用いた。最後に、残りの系 A2 についてトレースを取ればよい。 ■

これら 2つの補題を用いて、次の定理を示す。� �

� �

定理 5.3.3. 図 5.1.1の量子回路を用い、入力状態には何も仮定せす、学習回路の s量子ビットユニタ
リはそれぞれローカルユニタリ 2–デザインを成すと仮定する。このとき、∫U∈U dUDHS(ρ

(h), 1/2s)

はDHaar :=
2s−2−s

2n+1 と入力回路の表現力 ϵ
(t,p)
U (·) によって次のように上から抑えられる。∫

U∈U
dUDHS(ρ

(h), 1/2s) ≤ DHaar + ϵ
(2,1)
U (|0⟩⟨0|) (5.3.3)

≤ DHaar + 2nϵ
(2,2)
U (|0⟩⟨0|). (5.3.4)

証明. A(t)
U (X) の定義 4.3.1において、t = 2, X = |0⟩⟨0| とすると、∫

U∈U
dU (U |0⟩⟨0|U †)⊗2 =

∫
U∈U(d)

dµHaar(U) (U |0⟩⟨0|U †)⊗2 −A(2)
U (|0⟩⟨0|) (5.3.5)

であるから、ρ = U |0⟩⟨0|U † として、両辺に SWAPh1,h2 を作用させてトレースを取ると∫
U∈U

dU Tr[(ρ⊗ ρ) SWAPh1,h2 ] =

∫
U∈U(d)

dµHaar(U) Tr[(ρ⊗ ρ) SWAPh1,h2 ]

− Tr
[
A(2)

U (|0⟩⟨0|) SWAPh1,h2

]
(5.3.6)

補題 5.3.2 より等式 Tr[(ρ⊗ ρ) SWAPh1,h2 ] = Tr
[
(ρ(h))2

] が成り立つから∫
U∈U

dU Tr
[
(ρ(h))2

]
=

∫
U∈U(d)

dµHaar(U) Tr
[
(ρ(h))2

]
− Tr

[
A(2)

U (|0⟩⟨0|) SWAPh1,h2

]
(5.3.7)

したがって、∣∣∣∣∫
U∈U

dU Tr
[
(ρ(h))2

]
− 1

2s

∣∣∣∣ =
∣∣∣∣∣
∫
U∈U(d)

dµHaar(U)Tr
[
(ρ(h))2

]
− 1

2s
− Tr

[
A(2)

U (ρ) SWAPh1,h2

]∣∣∣∣∣
(5.3.8)
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(1)

≤

∣∣∣∣∣
∫
U∈U(d)

dµHaar(U)Tr
[
(ρ(h))2

]
− 1

2s

∣∣∣∣∣+ ∣∣∣Tr [A(2)
U (ρ) SWAPh1,h2

]∣∣∣
(5.3.9)

(2)

≤ DHaar + ∥A(2)
U (ρ)∥1∥SWAPh1,h2∥∞ (5.3.10)

(3)
= DHaar + ∥A(2)

U (ρ)∥1 (5.3.11)

(4)

≤ DHaar + 2n∥A(2)
U (ρ)∥2 (5.3.12)

不等式 (1)では、三角不等式を用いた。不等式 (2)では、Schattenノルムの性質 ∥AB∥1 ≤ ∥A∥1∥B∥∞ を
用いた（2.7 節）。不等式 (3)では、∥SWAPh1,h2∥∞ = 1 であることを用いた。不等式 (4)では、Schatten

ノルムの性質 ∥AB∥1 ≤ ∥A∥2∥B∥2 から ∥A(2)
U (ρ)∥1 ≤ 2n∥A(2)

U (ρ)∥2 であることを用いた。 ■

定理 5.3.3より、一般的な入力回路に対する式 (5.1.23)の上界は、入力回路の表現力によって次のよ
うに上から抑えられる。

VarV (θ)[∂νL(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s ×

∫
U∈U

dUDHS(ρ
(h), 1/2s) (5.3.13)

≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s × [DHaar + ϵ

(2,1)
U (|0⟩⟨0|)] (5.3.14)

≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s × [DHaar + 2nϵ

(2,2)
U (|0⟩⟨0|)] (5.3.15)

不等式 (2)はタイトな上界であり、Uがユニタリ 2–デザインを成すとき、ϵ(2,1)U (|0⟩⟨0|) = ∥A(2)
U (ρ)∥1 = 0

であるから、等号 ∫
U∈U dU Tr

[
(ρ(h))2

]
− 1/2s = DHaar が成り立つ。すなわち、前節の結果 (5.2.13)と

同じ上界が得られる。以上のことから、入力回路の表現能力が高いほど、コスト関数の勾配の分散の上
界がきつくなることが解析的に示された。
ここでの結果は、先行研究の結果 [26]と類似している。しかし、この先行研究においては、学習回路

の表現力とコスト関数の勾配の分散の関係を示しており、本研究はデータ入力について考慮している点
で異なる。

5.4 ローカルユニタリ 2–デザインの入力状態とバレンプラトー
5.1節では、コスト関数の勾配の分散の上界が、∫U∈U dUDHS(ρ

(h), 1/2s)を用いて上から抑えられること
を見た。5.2節では、入力状態がグローバルユニタリ 2–デザインを成すと仮定して、∫U∈U dUDHS(ρ

(h), 1/2s)

を計算した。しかし、グローバルユニタリ 2–デザインの仮定は、入力回路が十分深い場合であり、実用
的な場合では成り立たない可能性がある。そこでこの節では、入力回路の局所的な量子ゲートブロック
がそれぞれユニタリ 2–デザインを成す、すなわち、ローカルユニタリ 2–デザインというグローバルユ
ニタリ 2–デザインよりも弱い仮定の下で ∫

U∈U dUDHS(ρ
(h), 1/2s) を計算する。具体的には、入力回路

に図 5.4.1のような Alternating Layered Ansatz (ALT) を用いる場合を考える。
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1 3 52 4

図 5.4.1: 青いゲートブロックは入力回路の Alternating Layered Ansatz（8量子ビット、5層の場合）を
表す。赤いゲートブロックは学習回路の Tensor Product Ansatz を表す。

5.1 節で見たように、VarV (θ)[∂νL(θ)] の上界は次のように与えられる。

VarV (θ)[∂νL(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s ×

∫
U∈U

dUDHS(ρ
(h),1/2s)

学習回路とオブザーバブルは、命題 5.1.4の仮定と同じであるとする。すなわち、学習回路は図 5.4.1

の赤いゲートブロックの構造を持ち、各 s = 1 量子ビット上のゲートブロックはユニタリ 2–デザインを
成すとする。また、コスト関数は次で与えられるとする。

L(θ) = 1

N

N∑
i=1

(ℓi(θ)− yi)2, ℓi(θ) = Tr[ρi(θ)OL], OL =
1

n

n∑
j=1

|0⟩⟨0|j ⊗ 1j

ただし、yi ∈ {0, 1}, ℓi(θ) ∈ [0, 1] である。このとき、2maxi,θ[(∂ℓi(θ)f)
2] = 8, rn,s = s·23(s−1)

n2(22s−1)2
とな

る。残る項 ∫
U∈U dUDHS(ρ

(h),1/2s) はデータセットと入力回路の構造に依存するため、これ評価するこ
とで、上界のスケーリングが分かる。∫

U∈U dUDHS(ρ
(h),1/2s) を入力回路がローカルユニタリ 2–デザインを成すという仮定の下で、各量

子ビット数 n、入力回路の各層数 L に対して、上界を計算しプロットしたものが図 5.4.5の右である1。
破線は Alternating Layered Ansatz の回路を十分深くした場合の収束先、つまり、5.2節で得たグロー
バルユニタリ 2–デザインの場合の結果 DHaar =

2s−2−s

2n+1 である（図 5.4.5の左における破線もこれと同
じである）。
さらに、同様の設定の下、量子回路シミュレーション（測定回数 ∞）によって、アヤメのデータセッ

トの分類問題2におけるコスト関数の勾配の分散を計算した。その結果が、図 5.4.5の左である。図 5.4.5

の左右を比較すると、確かに右のプロットは上界として機能していることがわかる。
ただし、Alternating Layered Ansatz のゲートブロックには図 5.4.2の構造を用いた。また、学習回

路は図 5.4.3の Tensor Product Ansatz を用い、深さを 10 層とした。10 層は各量子ビットがユニタリ
1ここでは Random Tensor Network Integrator (RTNI) [67]を用いて、シンボリックな計算を行った。具体的な計算方法

については、補足の B.1節に示す。
2用いたアヤメのデータセットは 4つの特徴量と 2つのラベルからなり、それぞれのラベルに対応するサンプル数は 50で

ある。
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2–デザインを成すのに十分な層数である。これは、図 5.4.4において、1量子ビットで 10 層の Tensor

Product Ansatz のフレームポテンシャルが、ユニタリ 2–デザインのフレームポテンシャルに十分に収
束していることからわかる（サンプル数は 2 × 104）。よって、10 層あれば、各量子ビットがローカル
ユニタリ 2–デザインを成すとみなせる。
また、図 5.4.5の左の勾配の分散の計算のために、全てのパラメーターを 10 回ランダムにサンプリン

グした。そして、プロットしたのは、学習回路の各パラメーターに関する勾配の分散 Var[∂θiL(θ)] を i

について平均したものである。

＝
Rx Ry

Rx Ry

図 5.4.2: ALT のゲートブロックとして用いた構造

＝ Rx Ry

×10

図 5.4.3: TPA のゲートブロックとして用いた構造

図 5.4.4: 1量子ビットの Tensor Product Ansatz のフレームポテンシャル。黒の破線は量子回路がユニ
タリ 2–デザインを成す場合のフレームポテンシャル (= 1/3)である。
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図 5.4.5: 入力回路に ALT を用いた場合のコスト関数の勾配の分散（左）とその上界（右）

我々は、特にデータの入力が勾配の分散に与える影響に興味があった。そこで、上界の表式のうちデー
タ入力に依存する項 ∫

U∈U dUDHS(ρ
(h),1/2s) だけに着目してプロットすると、図 5.4.6のようになる。

解析的には示せていないが、図から曲線はある直線 β−L (1 < ∃β) を下回らないことが分かる。よっ
て、上界が量子ビット数 n に対して指数関数的に落ちないためには、ある γ に対して n−γ < β−L、す
なわち、L < γ log n/ log β である必要がある。これが、入力回路に Alternating Layered Ansatz を用い
た場合に、バレンプラトーが起きないための必要条件である。以上から、バレンプラトーが起きないた
めには学習回路が浅いことに加えて、入力回路も O(log n) 程度に浅くなければならないことが分かる。

β−L

図 5.4.6: 入力回路に ALT を用いた時の ∫
U∈U dUDHS(ρ

(h),1/2s) の計算結果

5.5 ノイズの影響
ここまでのコスト関数の勾配の分散の計算においては、ノイズは考慮していなかった。しかし、実際

の量子コンピューターにはノイズが存在し、ノイズはバレンプラトーの原因の 1つでもある。そこで、
ノイズの影響も考慮した場合に、コスト関数の勾配の分散の上界がどのように変化するかを調べる。具
体的には、5.4 節で行った計算に Depolarizing ノイズを仮定して、コスト関数の勾配の分散の上界を計
算する。各層のユニタリチャネル Ei(ρ) = UiρU

†
i , i = 1, 2, · · · , L に付随して、次の Depolarizing noise
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channel Np を作用させることを考える。

Np(ρ) = (1− p)ρ+ p

d
1

このとき、全体のチャネル N =⃝L
i=1Np ◦ Ei は次のように表されることを既に確認した（2.9 節）。

N (ρ) = (1− p)LE(ρ) + {1− (1− p)L} 1

2n

ただし、E :=⃝L
i=1 Ei である。

DHS(ρ, 1/d) = Tr
[
ρ2
]
− 1

d であることを用いると、

DHS(N (ρ), 1/d) = Tr
[
N (ρ)2

]
− 1

d

= (1− p)L
{
(1− p)LTr

[
ρ2
]
− 1

d

}
≤ (1− p)L

{
Tr
[
ρ2
]
− 1

d

}
= (1− p)LDHS(ρ, 1/d). (5.5.1)

したがって、ノイズの影響を考慮した場合のコスト関数の勾配の分散の上界は、次のようになる。

VarV (θ)[∂νLnoise(θ)] ≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s ×

∫
U∈U

dUDHS(N (ρ(h)),1/2s)

≤ 2max
i,θ

[(∂ℓi(θ)f)
2]× rn,s × (1− p)L

∫
U∈U

dUDHS(ρ
(h),1/2s) (5.5.2)

図 5.4.5の右はノイズがある場合の上界 (5.5.2)をプロットしたものである。また、5.4 節と同じ設定の
下、Depolarizing ノイズ (p = 0.03)を加えてアヤメの分類問題のコスト関数の勾配の分散を計算すると、
図 5.5.1の左のようになった。勾配の分散の計算のために、全てのパラメーターを 10 回ランダムにサン
プリングした。ただし、プロットしたのは、学習回路の各パラメーターに関する勾配の分散 Var[∂θiL(θ)]
を i について平均したものである。図 5.4.5と比較すると、コスト関数の勾配の分散がさらに小さくなっ
ていることが分かる。上界のノイズに依る項 (1− p)L だけを見ても、バレンプラトーが起きないために
は L ∈ O(log n) でなければならないことが分かる。

図 5.5.1: ノイズのある入力回路に ALT を用いた場合のコスト関数の勾配の分散（左）とその上界（右）
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散の下界

この章では、コスト関数の勾配の分散の下界のスケーリングについて調べる。6.1 節では、入力デー
タがガウス分布に従うという仮定の下、絶対誤差のコスト関数 LMAE(θ) =

1
N

∑N
i=1 |ℓi(θ)− yi| の勾配

の分散の下界を計算する。6.2 節では、二乗誤差のコスト関数 LMSE(θ) =
1
N

∑N
i=1 (ℓi(θ)− yi)2 や交差

エントロピー誤差のコスト関数 LLOG(θ) =
1
N

∑N
i=1 [−yi log ℓi(θ)− (1− yi) log(1− ℓi(θ))] の勾配の分

散を、絶対誤差のコスト関数の勾配の分散から推定する。

6.1 絶対誤差のコスト関数の勾配の分散
この節では、量子回路の構造は図 5.1.1で与えられるものとする。すなわち、学習回路は ξ 個の s 量

子ビットユニタリからなり、全量子ビット数は n = s× ξ である。そして、2値分類 yi ∈ {0, 1} の問題
設定において、絶対誤差のコスト関数の勾配の分散の下界を計算する。
コスト関数が

LMAE(θ) =
1

N

N∑
i=1

|ℓi(θ)− yi|, ℓi(θ) = Tr[ρi(θ)OL], OL =
1

n

n∑
j=1

|0⟩⟨0|j ⊗ 1j

で与えられるとき、コスト関数の勾配は、 ∂ν := ∂/∂θν , wi := sgn(ℓi(θ)− yi) として、

∂νLMAE(θ) =
1

N

N∑
i=1

wi · ∂νℓi(θ) (6.1.1)

と表せる。ただし、ℓi(θ) ∈ [0, 1] であることから wi と yi は次のように対応する。

wi =

 1 if yi = 0

−1 if yi = 1
(6.1.2)

ここで、学習回路の各 s 量子ビットユニタリがユニタリ 2–デザインを成すと仮定する。また、証明
5.1で示したように、勾配の平均は 0 である。よって、勾配の分散は次のように計算できる。

VarV (θ)[∂νLMAE(θ)] = EV (θ)[(∂νLMAE(θ))
2]

=
1

N2

N∑
i,j=1

wiwj EV (θ)[∂νℓi(θ) · ∂νℓj(θ)] (6.1.3)

EV (θ)[∂νℓi(θ) · ∂νℓj(θ)] は、論文 [27]の結果を拡張することで次のように計算できる。略証はC.1 節
を参照。
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系 6.1.1. （論文 [27]の Supplementary Note 5, B の拡張された結果）量子回路の構造は図 5.1.1

で与えられ、学習回路の各 s 量子ビットユニタリがユニタリ 2–デザインを成すとき、次の等式が成
り立つ。

EV (θ) [∂νℓi(θ) · ∂νℓj(θ)] = rn,s

(
Tr
[
ρ
(h)
i ρ

(h)
j

]
− 1

2s

)
, rn,s :=

s 23(s−1)

n2(22s − 1)2
(6.1.4)

よって、式 (6.1.3)は次のように書き換えられる。

VarV (θ)[∂νLMAE(θ)] =
rn,s
N2

N∑
i,j=1

wiwj

(
Tr
[
ρ
(h)
i ρ

(h)
j

]
− 1

2s

)
(6.1.5)

=
rn,s
N2

 N∑
wi=wj

(
Tr
[
ρ
(h)
i ρ

(h)
j

]
− 1

2s

)
−

N∑
wi ̸=wj

(
Tr
[
ρ
(h)
i ρ

(h)
j

]
− 1

2s

) (6.1.6)

上の表式から、入力状態に依存する Tr
[
ρ
(h)
i ρ

(h)
j

]
が重要であり、Tr

[
ρ
(h)
i ρ

(h)
j

]
が同じラベルの場合と

異なるラベルの場合でどのようにスケーリングするかが、勾配の分散に影響することがわかる1。
式 (6.1.5)をさらに変形すると、次のようになる。

VarV (θ)[∂νLMAE(θ)] = rn,s

(
Tr
[
(ρ)2

]
− w2

2s

)
(6.1.7)

ただし、w := 1
N

∑N
i=1wi, ρ := 1

N

∑N
i=1wiρ

(h)
i とした。前者は wi = ±1 であることに注意すると、

|w| ≤ 1 である。特に、#{yi|yi = 0} = #{yi|yi = 1} = N/2 ならば w = 0 であり、#{yi|yi = 0} = N

または #{yi|yi = 1} = N ならば |w| = 1 である。後者は、論文 [69]において述べられているように
Kernel Alignment と類似した量である。簡単のため、ρ と表しているが、この量自体は密度演算子とは
限らないことに注意する。なぜなら、Tr[ρ] = w だからである。
さらに、ρ± := 1

N

∑
i,(wi=±1)

ρ
(h)
i として、ρ を変形すると次のようになる。

Tr
[
(ρ)2

]
= Tr

[
(ρ+ − ρ−)2

]
= DHS(ρ+, ρ−) (6.1.8)

したがって、それぞれのラベルの平均入力状態である ρ+ と ρ− の差が大きいほど、下界も大きくなる
ことがわかる。

6.1.1 下界のスケーリング (1)

ここでは、先行研究 [70]で得られた結果を拡張し、コスト関数の勾配の分散の下界を計算する。入力
データの各成分はガウス分布に従い、入力回路は図 6.1.1のように Ry ゲートのみで構成されていると
する。このとき、次の定理が成り立つ。証明は C.3 節を参照。

1論文 [68]においては、入力状態が十分に分離していることを、同じラベルの入力状態間のカーネルと異なるラベルの入力
状態間のカーネルが次のようにスケールことと述べている。

Tr[ρiρi′ ] ∈ Ω

(
1

poly(n)

)
, if yi = yi′

Tr[ρiρi′ ] ∈ O
(

1

2n

)
, if yi ̸= yi′
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定理 6.1.2.（論文 [70]の Theorem 1の拡張された結果）X = {x}, Z = {z}はそれぞれラベル yi =

0 と yi = 1 に属する入力データセットであり、|X | : |Z| = p : q (p+ q = 1) であるとする。そして、
各データサンプルを次のように表記する：x = (xj)

n
j=1, xj = (xj,d)

L
d=1, z = (zj)

n
j=1, zj = (zj,d)

L
d=1。

異なるラベルに属する入力データを量子回路に同時には入力しないとする。入力データの各成分の
分布は xj,d ∼ N (µx|j,d, σ

2
x|j,d), zj,d ∼ N (µz|j,d, σ

2
z|j,d) であり、分散は σmin ≤ σx|∀j,d, σz|∀j,d ≤ σmax

を満たすとする。また、量子回路は図 6.1.1のように構成されている。ただし、1 ≤ j ≤ n, 1 ≤ d ≤ L
である。このとき、ρ = pEX [ρ

(h)(x)]− qEZ [ρ
(h)(z)] について次の不等式が成り立つ。

1

2s

w2 +

s∑
j=1

(
p e−Σx|j/2 − q e−Σz|j/2

)2 ≤ Tr
[
(ρ)2

]
≤ 1

2s
(1 + e−Lσ2

min)s (6.1.9)

ただし、n, s は量子ビット数（n = s× ξ）、L は入力回路の層数、w = p− q, Σx|j :=
∑L

d=1 σ
2
x|j,d,

Σz|j :=
∑L

d=1 σ
2
z|j,d である。

この定理においては、θν が含まれる h (1 ≤ h ≤ ξ) 番目の s 量子ビットについてだけ考えればよいこと
に注意する。

. . .

. . .

. . .

. . .

. . .

. . .

. . .

. . .

. . .

|0⟩ Ry(x1,1) Ry(x1,2) Ry(x1,L−1) Ry(x1,L)

V1(θ1)
|0⟩ Ry(x2,1) Ry(x2,2) Ry(x2,L−1) Ry(x2,L)

|0⟩ Ry(xs,1) Ry(xs,2) Ry(xs,L−1) Ry(xs,L)

|0⟩ Ry(xs+1,1) Ry(xs+1,2) Ry(xs+1,L−1) Ry(xs+1,L)

V2(θ2)
|0⟩ Ry(xs+2,1) Ry(xs+2,2) Ry(xs+2,L−1) Ry(xs+2,L)

|0⟩ Ry(x2s,1) Ry(x2s,2) Ry(x2s,L−1) Ry(x2s,L)

|0⟩ Ry(xn−s+1,1) Ry(xn−s+1,2) Ry(xn−s+1,L−1) Ry(xn−s+1,L)

Vξ(θξ)
|0⟩ Ry(xn−s+2,1) Ry(xn−s+2,2) Ry(xn−s+2,L−1) Ry(xn−s+2,L)

|0⟩ Ry(xn,1) Ry(xn,2) Ry(xn,L−1) Ry(xn,L)

図 6.1.1: n = s× ξ 量子ビットからなる量子回路。入力回路は L 層の Ry ゲートからなる。学習回路は
ξ 個の s 量子ビットユニタリからなる。

定理 6.1.2と式 (6.1.7)より、直ちに次の定理が導かれる。
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定理 6.1.3. 系 6.1.1と定理 6.1.2の条件のもとで、絶対誤差のコスト関数の勾配の分散は上下から
次のように抑えられる。

rn,s
2s

s∑
j=1

(
p e−Σx|j/2 − q e−Σz|j/2

)2
≤ VarV (θ)[∂νLMAE(θ)] ≤

rn,s
2s

[(
1 + e−Lσ2

min

)s
− w2

]
(6.1.10)

ただし、rn,s := s 23(s−1)

n2(22s−1)2
, w = p− q である。

|X | : |Z| = 1 : 1 の場合

|X | : |Z| = 1 : 1 ⇐⇒ p = q = 1/2, w = 0 の場合、定理 6.1.3は次のようになる。
rn,s
2s+2

s∑
j=1

(
e−Σx|j/2 − e−Σz|j/2

)2
≤ VarV (θ)[∂νLMAE(θ)] ≤ rn,s

(
1 + e−Lσ2

min

2s

)s

≤ rn,s (6.1.11)

これより e−Σx|j/2, e−Σz|j/2 の差が大きいほど、下界が大きくなることがわかる。しかし、(e−Σx|j/2−
e−Σz|j/2)2 は層数 Lを増やすと指数関数的に小さくなる。また、すべての j について e−Σx|j/2 = e−Σz|j/2

である場合、下界は 0 となり意味をなさない2。
一方で、s ∈ O(poly(n)) ならば、上界は指数関数的に減少するため、バレンプラトーとなることがわ

かる。

|X | : |Z| = 1 : 0 の場合

異常検知などに用いられる One class classification [71]の場合は、|X | : |Z| = 1 : 0 ⇐⇒ p = 1, q =

0, w = 1 となる。このとき、定理 6.1.3は次のようになる。
rn,s
2s

s∑
j=1

e−Σx|j ≤ VarV (θ)[∂νLMAE(θ)] ≤
rn,s
2s

[(
1 + e−Lσ2

min

)s
− 1
]

Σx|j ≤ Lσ2max であるから、se−Lσ2
max ≤

∑s
j=1 e

−Σx|j が成り立つ。これと、[(1+e−Lσ2
min)s−1]/2s ≤ 1

であることから、定理 6.1.3は次のようになる。
rn,ss

2s
e−Lσ2

max ≤ VarV (θ)[∂νLMAE(θ)] ≤ rn,s (6.1.12)

s と σ2max が固定されているとすると、勾配の分散の下界が量子ビット数 n に関して O(1/poly(n))
でスケールするためには、L ∈ O(log n) でなければならない。ところで、3.2.3節の量子カーネル法の説
明で述べた Bandwidth というハイパーパラメーターを導入すれば、入力するデータの分散を調整する
ことができる。よって分散の最大値が σ2max ∈ O(log n)/L を満たすように Bandwidth を調整すれば、
Lσ2max ∈ O(log n) となるようにできる。しかし、この手法によってバレンプラトーが回避できても、汎
化性能に悪影響を及ぼす可能性があることに注意する。
一方、上界については s ∈ O(poly(n)) のとき、上界は指数関数的に減少するため、バレンプラトーと

なることがわかる。
2極端な例として、X = Z の場合は、LMAE(θ) = 1/2 となるため、勾配は 0、したがって勾配の分散も 0 となる。ゆえに、

下界が 0 となることもあり得る。
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. . .

. . .

. . .

. . .

. . .

. . .

. . .

. . .

. . .

|0⟩ U3(x1,1)

Etg1,1

U3(x1,2)

Etg1,2

U3(x1,L−1)

Etg1,L−1

U3(x1,L)

V1(θ1)
|0⟩ U3(x2,1) U3(x2,2) U3(x2,L−1) U3(x2,L)

|0⟩ U3(xs,1) U3(xs,2) U3(xs,L−1) U3(xs,L)

|0⟩ U3(xs+1,1)

Etg2,1

U3(xs+1,2)

Etg2,2

U3(xs+1,L−1)

Etg2.L−1

U3(xs+1,L)

V2(θ2)
|0⟩ U3(xs+2,1) U3(xs+2,2) U3(xs+2,L−1) U3(xs+2,L)

|0⟩ U3(x2s,1) U3(x2s,2) U3(x2s,L−1) U3(x2s,L)

|0⟩ U3(xn−s+1,1)

Etgξ,1

U3(xn−s+1,2)

Etgξ,2

U3(xn−s+1,L−1)

Etgξ,L−1

U3(xn−s+1,L)

Vξ(θξ)
|0⟩ U3(xn−s+2,1) U3(xn−s+2,2) U3(xn−s+2,L−1) U3(xn−s+2,L)

|0⟩ U3(xn,1) U3(xn,2) U3(xn,L−1) U3(xn,L)

図 6.1.2: n = s× ξ 量子ビットからなる量子回路。入力回路は、データを入力する U3(xj,d) ゲートの L

層と、 CNOT ゲートや CZ ゲートによってエンタングルメントを生成する層 Etgg,d′ の L− 1 層から
なる。ただし、1 ≤ j ≤ n, 1 ≤ d ≤ L, 1 ≤ g ≤ ξ, 1 ≤ d′ ≤ L− 1 である。

6.1.2 下界のスケーリング (2)

ここでも先程と同様に、先行研究 [70]で得られた結果を拡張し、コスト関数の勾配の分散の下界を計
算する。ただし、この節では p = 1, q = 0 である場合のみを考える。入力データの各成分はガウス分布
に従い、入力回路は図 6.1.2のように構成されているとする。このとき、次の定理が成り立つ。略証は
C.4 節を参照。� �

� �

定理 6.1.4. （論文 [70]の Theorem 2 の拡張された結果）X = {x} はラベル yi = 0 に属する入力
データセットであるとする。そして、各データサンプルを次のように表記する：x = (xj)

n
j=1, xj =

(xj,d)
L
d=1, xj,d = (xj,d,1, xj,d,2, xj,d,3)。入力データの各成分の分布は xj,d,k ∼ N (µx|j,d,k, σ

2
x|j,d,k) で

あり、分散は σmin ≤ σx|∀j,d,k ≤ σmax を満たすとする。また、量子回路は図 6.1.2のように構成さ
れている。ただし、1 ≤ j ≤ n, 1 ≤ d ≤ L, 1 ≤ k ≤ 3 である。このとき、ρ := EX [ρ

(h)(x)] につい
て次の不等式が成り立つ。

1

2s
+ e−3sLσ2

max ≤ Tr
[
(ρ)2

]
≤ 1

2s
+ e−Lσ2

min (6.1.13)

ただし、n, s は量子ビット数（n = s× ξ）、L は入力回路の層数である。

この定理においては、θν が含まれる h (1 ≤ h ≤ ξ) 番目の s 量子ビットについてだけ考えればよいこと
に注意する。
定理 6.1.4と式 (6.1.7)より、直ちに次の定理が導かれる。
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定理 6.1.5. 系 6.1.1と定理 6.1.4の条件のもとで、絶対誤差のコスト関数の勾配の分散は上下から
次のように抑えられる。

rn,s e
−3sLσ2

max ≤ VarV (θ)[∂νLMAE(θ)] ≤ rn,s e−Lσ2
min (6.1.14)

ただし、rn,s := s 23(s−1)

n2(22s−1)2
である。

定理 6.1.5の不等式の下界は 6.1.1 項の p = 1 の場合と同じ形であるため、同様に議論できる。すな
わち、s と σ2max が固定されているとすると、L ∈ O(log n) ならば、勾配の分散の下界は O(1/poly(n))
となり、バレンプラトーにならない。一方、上界においては、s ∈ O(poly(n)) のとき、あるいは、σmin

が一定の下で L ∈ O(poly(n)) のとき、バレンプラトーとなることがわかる。

6.2 他のコスト関数の勾配の分散に関する考察
前節では、絶対誤差のコスト関数を用いたときの勾配の分散について考察した。ここでは、それ以外

のコスト関数を用いたときの勾配の分散について考察する。まず、絶対誤差のコスト関数 LMAE(θ) :=

1
N

∑N
i=1 |ℓi(θ)− yi| について、その勾配は次のように計算されるのであった。

∂νLMAE(θ) =
1

N

N∑
i=1

sgn(ℓi(θ)− yi) · ∂νℓi(θ) (6.2.1)

一方、二乗誤差のコスト関数 LMSE(θ) :=
1
N

∑N
i=1 (ℓi(θ)− yi)2 について、その勾配は次のように計

算される。

∂νLMSE(θ) =
1

N

N∑
i=1

2(ℓi(θ)− yi) · ∂νℓi(θ)

=
1

N

N∑
i=1

2|ℓi(θ)− yi| · sgn(ℓi(θ)− yi) · ∂νℓi(θ) (6.2.2)

また、交差エントロピー誤差のコスト関数 LLOG(θ) :=
1
N

∑N
i=1 [−yi log ℓi(θ)−(1−yi) log(1− ℓi(θ))]

について、その勾配は次のように計算される。

∂νLLOG(θ) =
1

N

N∑
i=1

− yi
ℓi(θ)

· ∂νℓi(θ) +
1− yi

1− ℓi(θ)
· ∂νℓi(θ)

=
1

N

∑
yi=0

1

1− ℓi(θ)
· ∂νℓi(θ) +

1

N

∑
yi=1

1

−ℓi(θ)
· ∂νℓi(θ)

=
1

N

N∑
i=1

1

1− ℓi(θ)− yi
· ∂νℓi(θ)

=
1

N

N∑
i=1

1

|1− ℓi(θ)− yi|
· sgn(ℓi(θ)− yi) · ∂νℓi(θ)

=
1

N

N∑
i=1

1

1− |ℓi(θ)− yi|
· sgn(ℓi(θ)− yi) · ∂νℓi(θ) (6.2.3)

ただし、ℓi(θ) ∈ [0, 1], yi ∈ {0, 1} であることを用いた。
ここで、ℓi(θ) の平均と分散に関して次の補題が成り立つ。
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補題 6.2.1. 学習回路 V がユニタリ 2–デザインを成す場合、ℓi(θ) = Tr

[
V ρiV

†OL

] の平均は 1/2、
分散は 1/(4n(2n + 1)) となる。ただし、ρi は入力状態、OL = 1

n

∑n
j=1 |0⟩⟨0|j ⊗ 1j は測定に用いる

オブザーバブルである。

証明. まず、第 j 番目の量子ビットにおける Pauli Z を Zj とし、状態 V ρiV による Zj の期待値を
⟨Zj⟩ := Tr[V ρiV Zj ]と表す。このとき、⟨Zj⟩の V に関する平均と分散、そして共分散 Cov[⟨Zj⟩ ,

〈
Zj′ ̸=j

〉
]

は、V がユニタリ 2–デザインからサンプリングされるとき、公式 (4.1.7), (4.1.5)を用いて次のように
計算される。

EU(d)[⟨Zj⟩] = 0 (6.2.4)

VarU(d)[⟨Zj⟩] =
1

2n + 1
(6.2.5)

CovU(d)[⟨Zj⟩ ,
〈
Zj′ ̸=j

〉
] = 0 (6.2.6)

ここで、Zj はオブザーバブル Oj|0 := |0⟩⟨0|j によって Zj := 2Oj|0−1 と表すことができる。つまり、
⟨Zj⟩ = 2

〈
Oj|0

〉
− 1 となる。この等式と ⟨Zj⟩ の平均と分散、共分散から、

〈
Oj|0

〉 の平均と分散、共分
散は次で与えられる。

EU(d)[
〈
Oj|0

〉
] =

1

2
(6.2.7)

VarU(d)[
〈
Oj|0

〉
] =

1

4(2n + 1)
(6.2.8)

CovU(d)[
〈
Oj|0

〉
,
〈
Oj′|0

〉
] = 0 (6.2.9)

ところで、ℓi(θ) は
〈
Oj|0

〉 を用いて次のように表される。
ℓi(θ) = Tr

V ρiV
 1

n

n∑
j=1

|0⟩⟨0|j ⊗ 1j

 =
1

n

n∑
j=1

〈
Oj|0

〉
(6.2.10)

したがって、ℓi(θ) の平均と分散は次で与えられる。

EU(d)[ℓi(θ)] =
1

2
(6.2.11)

VarU(d)[ℓi(θ)] =
1

4n(2n + 1)
(6.2.12)

■

補題 6.2.1とチェビシェフの不等式より、Pr[|ℓi(θ)− 1/2| ≥ ϵ] ≤ 1/(ϵ2 ·4n(2n+1)) が成り立ち、ℓi(θ)
は指数関数的に 1/2 に集中することがわかる。そこで、すべての i について ℓi(θ) ∼ 1/2、すなわち
|ℓi(θ)−yi| ∼ 1/2と近似する。このとき、式 (6.2.2), (6.2.3)から ∂νLMSE(θ), ∂νLLOG(θ) は ∂νLMAE(θ)

によって次のように近似される。

∂νLMSE(θ) ∼ ∂νLMAE(θ)

∂νLLOG(θ) ∼ 2 ∂νLMAE(θ)
(6.2.13)
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ゆえに、勾配の分散の比は次のように近似される3。

VarU(d)[∂νLMSE(θ)]/VarU(d)[∂νLMAE(θ)] ∼ 1

VarU(d)[∂νLLOG(θ)]/VarU(d)[∂νLMAE(θ)] ∼ 4
(6.2.14)

これにより、二乗誤差と交差エントロピー誤差のコスト関数の勾配の分散は、絶対誤差のコスト関数
の勾配の分散と同程度のスケーリングであると考えられる。
ここで得られた近似式 (6.2.14)は、学習回路が十分深いときに成り立つ。しかし、学習回路が浅い場

合には、この近似式は成り立たない可能性がある。そこで、その適用範囲を調べるために、数値実験を
行った。

Deep
Shallow

. . .

. . .

. . .

. . .

. . .

. . .

. . .

. . .

＝ Rx Ry ＝
Rx Ry

Rx Ry

図 6.2.1: コスト関数の勾配の分散の比を計算するために用いた量子回路の構造。青いゲートブロックは
Tensor Product Ansatz の入力回路、赤いゲートブロックは Alternating Layered Ansatz の学習回路を
表す。

実験の設定は次の通りである。量子回路は、図 6.2.1にあるように、Tensor Product Ansatz 3層の入
力回路と、Alternating Layered Ansatz の学習回路で与えられる。5.4節において、アヤメのデータセッ
トを用いてコスト関数の勾配の分散を計算したが、ここでも同じデータセットを用いて、各量子ビット数
n、学習回路の各層数 Lred に対して 3つのコスト関数の勾配の分散を計算した。これらから得られる勾
配の分散の比 VarV (θ)[∂νLMSE(θ)]/VarV (θ)[∂νLMAE(θ)], VarV (θ)[∂νLLOG(θ)]/VarV (θ)[∂νLMAE(θ)] を
プロットしたものを図 6.2.2に示す。
ただし、勾配の分散の計算のために、全てのパラメーターを 100 回ランダムにサンプリングした。そ

3厳密な議論は今後の課題とする
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図 6.2.2: 図 6.2.1の量子回路を用いて計算したそれぞれのコスト関数の勾配の分散から、絶対誤差の勾
配の分散との比を計算した。左は、二乗誤差と絶対誤差の勾配の分散の比、右は、交差エントロピー誤
差と絶対誤差の勾配の分散の比をプロットしたものである。破線は、式 (6.2.14)で得られた近似比（左:

RMSE = 1、右: RLOG = 4）を表している。

して、学習回路の各パラメーターに関する勾配の分散 Var[∂θiL(θ)] を i について平均したものをプロッ
トした。
図 6.2.2の左は、二乗誤差と絶対誤差の勾配の分散の比、右は、交差エントロピー誤差と絶対誤差の

勾配の分散の比である。破線は、式 (6.2.14)の近似比（1 または 4）を表している。両方の数値計算の
結果とも、量子ビット数 n = 2 のときはややばらつきがあるが、各量子ビット数 n、学習回路の各層数
Lred において式 (6.2.14)の近似比（1 または 4）に近い値をとっていることがわかる。特に、学習回路
の層数 Lred が少なく、ユニタリ 2–デザインを成すには不十分な場合にも、式 (6.2.14)の近似比（1 また
は 4）に近い値をとっている。量子ビット数 n = 2 のときはばらつきがやや大きいのは、量子ビット数
が少ないほど ℓi(θ) の分散が大きくなり、ℓi(θ) ∼ 1/2 の近似が成り立たないためであると考えられる。
このことから、数値的にも、二乗誤差と交差エントロピー誤差のコスト関数の勾配の分散は、絶対誤差

のコスト関数の勾配の分散と同程度のスケーリングであると考えられる。したがって、バレンプラトー
の解析においては、いずれかひとつについてのみ考えれば、他のコスト関数についても同様の結果が得
られると推測される。
以上の議論では OL = 1

n

∑n
j=1 |0⟩⟨0|j ⊗ 1j をオブザーバブルに用いたが、一般的に、Pauli 演算子の

線形結合で表されるオブザーバブルを用いても、同様に ℓi(θ) の値の集中が示される。例えば、測定す
るオブザーバブルを O = c01 +

∑
{i}\0 ciPi と表す。ただし、Pi =

⊗n
j=1 Pij , ij ∈ {0, 1, 2, 3} であり、

Pij は第 j 番目の量子ビットにおける Pauli 演算子、ci は実数である。このとき、ℓi(θ) = Tr[V ρiV O]

の平均と分散は次のように計算される。

EU(d)[ℓi(θ)] = c0 (6.2.15)

VarU(d)[ℓi(θ)] =
1

2n + 1

∑
{i}\0

c2i (6.2.16)

よって、∑{i}\0 c
2
i ∈ O(poly(n)) であれば、チェビシェフの不等式から ℓi(θ) は指数関数的に c0 に集中

することがわかる。したがって、この節における議論は、OL に限らず、一般的なオブザーバブルについ
ても成り立つと考えられる。
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近年、機械学習はさまざまな分野で応用され、著しい発展を遂げている。一方で、計算量が膨大であ
り、計算資源の不足が懸念されている。そこで、量子コンピューターによって機械学習を効率化するた
めの研究が盛んに行われている。本研究は、NISQ 上での実装が可能な変分量子アルゴリズムの文脈に
おいて、教師あり量子機械学習の効率化に関する研究を行った。
量子機械学習アルゴリズムの効率化においては、データ入力が重要であることが指摘されている一方

で、バレンプラトーという勾配消失問題との関連も指摘されている。バレンプラトーには、量子回路の
深さ、オブザーバブルの局所性、ノイズ、データの入力が関係していることが知られている。どれか一
つの原因でも存在すると、計算量は量子ビット数に関して指数関数的に増大してしまい、学習がほとん
ど進まない。しかしながら、これまでのバレンプラトーについては主に学習回路の構造に着目して研究
されてきたため、データ入力がバレンプラトーに与える影響は十分には理解されていなかった。そこで、
本研究は、量子機械学習に特有のデータ入力がバレンプラトーに与える影響を評価した。特に、量子機
械学習おける識別モデルのバレンプラトーについて、コスト関数の勾配の分散のスケーリングを評価す
ることを目的とした。
第 5章では、量子機械学習おける識別モデルのコスト関数のバレンプラトーについて、学習回路やオ

ブザーバブルの局所性によるバレンプラトーが起きない設定の下で、コスト関数の勾配の分散の上界を
データ入力の観点から導出し、数値的にも検証を行った。その結果、データ入力後の状態のエンタング
ルメントや入力回路の表現能力が大きいほど、コスト関数の勾配の分散の上界が小さくなり、バレンプ
ラトーにつながることが明らかになった。また、量子回路に Depolarizing ノイズを加えた場合に、その
上界が更に小さくなることを示した。
第 6章では、量子機械学習における識別モデルのコスト関数のバレンプラトーについて、特に、絶対

誤差のコスト関数の勾配の分散の下界を、ガウス分布に従う入力データの観点から導出した。これによ
り、絶対誤差のコスト関数の勾配の分散の下界において、入力データの分散が重要な役割を果たすこと
を示した。そして、特定の場合において、バレンプラトーを引き起こさないための訓練データの分散に
関する十分条件を得た。また、二乗誤差や交差エントロピー誤差のコスト関数の勾配の分散は、絶対誤
差のコスト関数の勾配の分散と同じようにスケールすることを数値的に示した。これにより、量子機械
学習におけるバレンプラトーの解析では、どれか 1つのコスト関数の勾配の分散を評価すれば十分であ
ると推測される。
今後必要となる研究には、次の 2点が挙げられる。まず、本研究では学習回路に単純な構造を仮定した

が、より複雑な構造を用いた場合のスケーリングを調べることが望まれる。また、本研究では量子回路学
習モデルのバレンプラトーについてのみ議論したが、より一般的な議論のためには、Data reuploading

モデルについても解析が必要である。
しかし、訓練可能性だけが、量子機械学習の性能を決定するわけではない。データ入力のための量子

回路の構造には、古典コンピューターによる効率的な計算が難しいこと、汎化性能が高いことなども重
要である。将来的に、これらの性能についても評価した上で、量子機械学習のデータ入力を設計するこ
とが期待される。
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付 録A 第3章の補足

A.1 機械学習の概要
機械学習とは、コンピューターに問題を解くためのルールを明示することなく、学習を通して最適な

モデルを作る方法である。機械学習の分野は、教師あり学習、教師なし学習、強化学習の 3つの大きな
カテゴリに分けられる。

• 教師あり学習とは、与えられた入力値と出力値のペアの集合（訓練データセット）に基づいて、入
力値を出力値にマッピングする関数を学習するタスクである。これにより、関数が未知のデータサ
ンプルの出力値を正しく決定できるようにする。

• 教師なし学習とは、出力値を持たない入力値のみのデータセットからの推論を行うために使用さ
れる機械学習のタスクである。最も一般的な教師なし学習の方法はクラスター分析であり、これ
はデータ内の隠れたパターンやグループを見つけるための探索的データ分析に使用される。

• 強化学習とは、ソフトウェア上のエージェントが環境との相互作用を通じて学習する機械学習の
タスクである。強化学習は、教師あり学習とは異なり、正しい出力が何であるかを明示的に教え
られない。代わりに、エージェントは、試行錯誤のプロセスを通じて報酬または罰則を受け取り、
その結果、最適な行動を決定するための行動戦略を学習する。

A.1.1 教師あり学習のモデル

教師あり学習の問題を記述するために、入力の集合 X と出力の集合 Y を定義する。また、仮説の集
合 H を定義する。H は X から Y へのすべての関数の集合の部分集合である。H を仮説空間と呼ぶ。
また、S = {(x, y)|x ∈ X, y ∈ Y } とし、訓練サンプルの集合 D は S の部分集合であるとする。同様に、
テストサンプルの集合 T も S の部分集合であるとする。ただし、D と T は共通の要素を持たないと
する。教師あり学習の目的は、D に基づいて H の中の最適な仮説 h を見つけることである。最適な仮
説 h は、T に基づいてテストされる。h が T でうまく機能する場合、h は未知の入力 x に対してもう
まく機能すると予想される。
損失関数 L は、仮説 h と訓練サンプル (x, y) を入力として受け取り、h が x に対して y を正しく予

測しなかった場合のペナルティを計算する関数である。損失関数の単純な例は、次のように定義される
二乗誤差である。

L(h, (x, y)) = (h(x)− y)2. (A.1.1)
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教師あり学習は、訓練データセット D と損失関数 L によって定義される経験損失 E[L(h, (x, y))] を
最小化する仮説 h を見つける。

E[L(h, (x, y))] =
∑

(x,y)∈D

L(h, (x, y)). (A.1.2)

A.1.2 教師なし学習のモデル

教師なし学習では、空間 X のベクトルとして表されるデータサンプルの集合 D が与えられる。教師
なし学習の目的は、データの構造を発見することである。構造は通常、クラスターの集合によって記述
される。各クラスターは D の部分集合であり、すべてのクラスターの和集合は D である。教師なし学
習の目的は、D の良い分割であるクラスターの集合 C を見つけることである。良い分割とは、同じク
ラスター内の任意の 2点間の距離が小さいことと、異なるクラスター内の任意の 2点間の距離が大きい
ことを意味する。コスト関数 J は、クラスターの集合 C を入力として受け取り、クラスターの集合 C

が D の良い分割である場合に小さい値を返す関数である。

J(C) =
∑
Ci∈C

∑
x,y∈Ci

∥x− y∥2. (A.1.3)

A.1.3 強化学習のモデル

強化学習では、アクションの集合 A、状態の集合 S、および報酬関数 R が与えられる。報酬関数は、
エージェントが特定の状態 s ∈ S にいて特定のアクション a ∈ A を取った場合の報酬を計算する。強
化学習の目的は、状態を入力として受け取り、アクションを返す関数である方策 π のなかで、期待され
る総報酬を最大化する方策を見つけることである。具体的には、状態価値関数や行動価値関数を用いて、
方策を最適化する。
状態価値関数 V π(s) は、最初に状態 s にあり、その後方策 π に従って行動を選択することを繰り返

した場合の期待される総報酬である。

V π(s) = Eπ

[ ∞∑
t=0

γtR(st, at)|s0 = s

]
. (A.1.4)

ここで、γ ∈ [0, 1] は割引率である。
行動価値関数 Qπ(s, a) は、最初に状態 s にあり、行動 a を選択し、その後方策 π に従って行動を選

択することを繰り返した場合の期待される総報酬である。

Qπ(s, a) = Eπ

[ ∞∑
t=0

γtR(st, at)|s0 = s, a0 = a

]
. (A.1.5)

これらの価値関数に対して、価値反復法や Q学習などのアルゴリズムを用いて、最適な方策を見つける。
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A.2 ユニタリ 2–デザインにおけるバレンプラトーの定理と証明
先行研究 [23]はバレンプラトーという現象を最初に示した。ここでは、その論文の結果と証明を紹介

する。ユニタリ 2–デザインの定義については、4.2 節を参照されたい。� �

� �

定理 A.2.1. 量子回路 V (θ) は n 個の量子ビットからなり、2つの部分 V (θ) = V+V−, V+ :=∏L
l=k+1 Ul(θl)Wl, V− :=

∏k
l=1 Ul(θl)Wl に分解できるとする。V+, V− の少なくとも一方がユニタリ

2–デザインであるとき、コスト関数 C(θ) = Tr
[
V (θ)ρV †(θ)O

] はバレンプラトーとなる [23]。

VarV (θ)

[
∂C(θ)

∂θk

]
=


−1

4

⟨Tr[P 2
−]⟩V−

d2−1

(
Tr
[
O2
]
− Tr[O]2

d

)
if V+ is 2–design

−1
4

⟨Tr[P 2
+]⟩V+

d2−1

(
Tr
[
ρ2
]
− 1

d

)
if V− is 2–design

d2

2(d2−1)2

(
Tr
[
O2
]
− Tr[O]2

d

)(
Tr
[
ρ2
]
− 1

d

)
if V+, V− are 2–design

(A.2.1)

ここで、Uk(θk) = exp
(
− i

2θkPk

)
, (P 2

k = I, Tr[Pk] = 0), P+ := [Pk, V
†
+OV+], P− := [Pk, V−ρV

†
−] と

した。

量子回路がユニタリ t–デザインならば、ユニタリ (t − 1)–デザインでもあるので、ユニタリ t ≥ 2 –

デザインならば、バレンプラトーが起きる。

証明. Uk(θk) = exp
(
− i

2θkPk

) と表され、Pk ∈ {X,Y, Z} とする。このとき、∂kV (θ) = − i
2V+PkV− で

あるから、

∂kC(θ) :=
∂C(θ)

∂θk
=
i

2

(
Tr
[
V+V−ρV

†
−PkV

†
+O
]
− Tr

[
V+PkV−ρV

†
−V

†
+O
])

(A.2.2)

= − i
2
Tr
[
V †
+OV+ [Pk, V−ρV

†
−]
]

(A.2.3)

=
i

2
Tr
[
V−ρV

†
− [Pk, V

†
+OV+]

]
(A.2.4)

最後の等式では Tr[A[B,C]] = −Tr[C[B,A]] であることを用いた。
まず、勾配の平均が 0 になることを示す。V+ がユニタリ 2–デザインであるとすると、V+ はユニタ

リ 1–デザインでもあるから、

EV+ [∂kC(θ)] = −
i

2

∫
U(d)

dµHaar(V+)Tr
[
V †
+OV+ [Pk, V−ρV

†
−]
]

(A.2.5)

= − i
2
Tr

[(∫
U(d)

dµHaar(V+)V
†
+OV+

)
[Pk, V−ρV

†
−]

]
(A.2.6)

= − i
2
Tr

[
Tr[ρ]1

d
× [Pk, V−ρV

†
−]

]
∵ (4.1.7) (A.2.7)

= 0 (A.2.8)

同様に、V− がユニタリ 2–デザインであるとすると、V− はユニタリ 1–デザインでもあるから、

EV− [∂kC(θ)] =
i

2

∫
U(d)

dµHaar(V−)Tr
[
V−ρV

†
− [Pk, V

†
+OV+]

]
(A.2.9)

=
i

2
Tr

[(∫
U(d)

dµHaar(V−)V−ρV
†
−

)
[Pk, V

†
+OV+]

]
(A.2.10)

73



第 A 章 第 3章の補足

=
i

2
Tr

[
Tr[ρ]1

d
× [Pk, V

†
+OV+]

]
∵ (4.1.7) (A.2.11)

= 0 (A.2.12)

故に、どちらの場合も EV (θ)[∂kC(θ)] = 0 である。
次に、勾配の分散が量子ビット数に関して指数関数的に小さくなることを示す。V− がユニタリ 2–デ

ザインであるとすると、P+ := [Pk, V
†
+OV+] として、

VarV+ [∂kC(θ)] = −
1

4

∫
U(d)

dµHaar(V−)Tr
[
V−ρV

†
− P+

]
Tr
[
V−ρV

†
− P+

]
(A.2.13)

公式 (4.1.5)において、A = C = ρ, B = D = P+ とすると、

VarV− [∂kC(θ)] = −
1

4

(
1

d2 − 1
(Tr[ρ] Tr[P+] Tr[ρ] Tr[P+] + Tr

[
ρ2
]
Tr
[
P 2
+

]
)

− 1

d(d2 − 1)
(Tr
[
ρ2
]
Tr[P+] Tr[P+] + Tr[ρ] Tr[ρ] Tr

[
P 2
+

]
)

)
(A.2.14)

= −1

4

Tr
[
P 2
+

]
d2 − 1

(
Tr
[
ρ2
]
− 1

d

)
(∵ Tr[P+] = 0, Tr[ρ] = 1) (A.2.15)

V+ がユニタリ 2–デザインとすると、P− := [Pk, V−ρV
†
−] として、

VarV+ [∂kC(θ)] = −
1

4

∫
U(d)

dµHaar(V+)Tr
[
V †
+OV+ P−

]
Tr
[
V †
+OV+ P−

]
(A.2.16)

公式 (4.1.5)を用いて同様に計算すると、

VarV+ [∂kC(θ)] = −
1

4

Tr
[
P 2
−
]

d2 − 1

(
Tr
[
O2
]
− Tr[O]2

d

)
(∵ Tr[P−] = 0) (A.2.17)

最後に V+, V− の両方がユニタリ 2–デザインであるとする。VarV− [∂kC(θ)] を計算したので、あとは、
Tr
[
P 2
+

] を V+ で積分すればよい。∫
U(d)

dµHaar(V+)Tr
[
P 2
+

]
=

∫
U(d)

dµHaar(V+)Tr
[
[Pk, V

†
+OV+]

2
]

(A.2.18)

=

∫
U(d)

dµHaar(V+)Tr
[
PkV

†
+OV+PkV

†
+OV+ + V †

+OV+PkV
†
+OV+Pk

− PkV
†
+OV+V

†
+OV+Pk − V †

+OV+PkPkV
†
+OV+

]
(A.2.19)

=

∫
U(d)

dµHaar(V+) 2×
(
Tr
[
PkV

†
+OV+PkV

†
+OV+

]
− Tr

[
O2
])

(A.2.20)

=

∫
U(d)

dµHaar(V+) 2×
(
Tr
[
OV+PkV

†
+OV+PkV

†
+

]
− Tr

[
O2
])

(A.2.21)

最後から 2 番目の等式では、P 2
k = 1, V+V

†
+ = 1 を用いた。公式 (4.1.8) において、A = C = O,

B = D = Pk, E = 1 とし、全体のトレースを取ると、∫
U(d)

dµHaar(V+)Tr
[
PkV

†
+OV+PkV

†
+OV+

]
=

1

d2 − 1
(Tr[Pk] Tr[Pk] Tr

[
O2
]
+Tr

[
P 2
k

]
Tr[O] Tr[O])
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− 1

d(d2 − 1)
(Tr
[
P 2
k

]
Tr
[
O2
]
+Tr[Pk] Tr[O] Tr[Pk] Tr[O])

(A.2.22)

=
1

d2 − 1

(
dTr[O]2 − Tr

[
O2
])

(A.2.23)

最後の等式では、Tr[Pk] = 0, Tr
[
P 2
k

]
= Tr[1] = d を用いた。よって、∫

U(d)
dµHaar(V+)Tr

[
P 2
+

]
= 2×

(
1

d2 − 1

(
dTr[O]2 − Tr

[
O2
])
− Tr

[
O2
])

(A.2.24)

= − 2d2

d2 − 1

(
Tr
[
O2
]
− Tr[O]2

d

)
(A.2.25)

したがって、

VarV (θ) [∂kC(θ)] =
d2

2(d2 − 1)2

(
Tr
[
O2
]
− Tr[O]2

d

)(
Tr
[
ρ2
]
− 1

d

)
(A.2.26)

■
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付 録B 第5章の補足

B.1 ローカルユニタリ 2–デザイン: ALT の計算例
ここでは、ローカルユニタリ 2–デザインの仮定の下での ∫

U∈U dUDHS(ρ
(h),1/2s) の計算について、

量子ビット数が 6、層数が 3、s = 1 の場合の例を用いて説明する。DHS(ρ
(h),1/2s) = Tr[(ρ(h))2]− 1/2s

であるから、∫U∈U dU Tr[(ρ(h))2] を計算すれば良い。Tr[(ρ(h))2] をテンソルネットワークで表現すると、
図 B.1.1 の一番上のネットワークのようになる。これを、各ゲートブロックがユニタリ 2–デザインを成
すとして積分する。以降の図では、UU † = 1 となって消える部分を灰色で表現している。図の最初の等
号では、灰色の部分を消した。2つ目の等号は、U1 のみを、図 4.1.6を用いて積分した。

(A)

(B)

図 B.1.1: 量子ビット数が 6、層数が 3、s = 1 の ALT において、U1 を図 4.1.6を用いて積分

これにより出てきた 2つの項 (A)と (B)について：まず、項 (A)は (Tr[U |0⟩⟨0|⊗6 U †])2 = 1 である。
次に項 (B)については、図 B.1.2の一番上のネットワークのゲートブロック U2 を積分すると項 (C), (D)
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に分解される。

(C)

(D)

図 B.1.2: 項 (B)について、U2 を図 4.1.6を用いて積分した計算の例。

以上の計算で出てきた、項 (C), (D)は、UU † = 1, Tr[|0⟩⟨0|] = 1 であることを用いると、次の図のよ
うになる。

この計算は、定理 5.2.1において、n = 2, s = 1 とした場合に相当するので、22−1+21

22+1
= 4

5 となる。し
たがって、∫U∈U dU Tr[(ρ(h))2] は、∫

U∈U
dU Tr[(ρ(h))2] =

2

22 + 1
× (A) +

2

22 + 1
× (B)

=
2

22 + 1
× (A) +

2

22 + 1

[
2

22 + 1
× (C) +

2

22 + 1
× (D)

]
=

2

22 + 1
× 1 +

2

22 + 1

[
2

22 + 1
× 4

5
+

2

22 + 1
× 4

5

]
=

82

125
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∫
U∈U dU Tr[(ρ(h))2]を各層、各量子ビットについて、同様の計算を行った結果が、表 B.1.1である。これ

から ∫
U∈U dUDHS(ρ

(h),1/2s=1) =
∫
U∈U dU Tr[(ρ(h))2]− 1/2s=1 を計算してプロットしたものが図 5.4.6

である。

表 B.1.1: 各量子ビット n、各層 L、s = 1 の ALT における ∫
U∈U dU Tr[(ρ(h))2] の計算結果。

n\L 2 4 6 8 10 12 14 16

2 4
5

4
5

4
5

4
5

4
5

4
5

4
5

4
5

4 18
52

394
54

9402
56

231466
58

5757978
510

143720074
512

3591166842
514

89764490986
516

6 18
52

386
54

8882
56

212834
58

5210258
510

128929346
512

3207308402
514

79991607074
516

8 18
52

386
54

8850
56

210498
58

5116018
510

125901602
512

3120244306
514

77633338882
516

78



付 録C 第6章の補足

C.1 定理6.1.1の略証� �

� �

系 C.1.1. （論文 [27]の Supplementary Note 5, B の拡張された結果）図 5.1.1の回路に対して、
次の式が成り立つ。

EV (θ)[∂νℓi · ∂νℓj ] =
22s−1∆Ω

(22s − 1)2

(
Tr
[
ρ
(h)
i ρ

(h)
j

]
− 1

2s

)
(C.1.1)

ただし、∆Ω = Tr[(Ô
(h)
L )2]− 1

2s (Tr[Ô
(h)
L ])2

証明. まず、論文 [27]の「Supplementary Note 4: Variance of the cost function partial derivative」の
結果を拡張する。具体的には、ρ→ ρi というように入力状態にインデックスを付け、勾配の共分散を計
算する。� �

� �

定理 C.1.2.（論文 [27]の「Supplementary Note 4: Variance of the cost function partial derivative」
の拡張された結果）

EV (θ)[∂νℓi · ∂νℓj ] =
2m−1Tr

[
σ2ν
]

(22m − 1)2

∑
pq
p′q′

〈
∆Ωj;p′q′

i;pq

〉
VR

〈
∆Ψj;p′q′

i;pq

〉
VL

, (C.1.2)

∆Ωp′q′
pq := Tr

[
ΩqpΩp′q′

]
−

Tr [Ωqp] Tr
[
Ωp′q′

]
2m

,

∆Ψj;p′q′

i;pq := Tr
[
Ψi;pqΨj;p′q′

]
−

Tr [Ψi;pq] Tr
[
Ψj;p′q′

]
2m

,

Ωqp := Trw

[
(|p⟩⟨q| ⊗ 1w)V

†
ROVR

]
,

Ψi;pq := Trw

[
(|q⟩⟨p| ⊗ 1w)VLρiV

†
L

]
.

この結果を用いて、「Supplementary Note 5: Variance of the cost function partial derivative for a sin-

gle layer of the Alternating Layered Ansatz (B. Variance of the local cost function partial derivative)」
において、∆Ψj;p′q′

i;pq = Trh[ρi] =: ρ
(h)
i となることを示せるので、拡張された定理を得る。 ■

C.2 定理6.1.2の証明ための補題� �

� �
補題 C.2.1. X ∼ N (µ, σ2) とするとき、

E[cos(X)] = e−σ2/2 cos(µ), E[sin(X)] = e−σ2/2 sin(µ) (C.2.1)
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証明. X ∼ N (µ, σ2) とするとき、Z = X−µ
σ ∼ N(0, 1) であるから、X = µ+ σZ と表せる。よって、

E[eaX ] = E
[
ea(µ+σZ)

]
= E[eaµeaσZ ] = eaµE[eaσZ ] (C.2.2)

となる。f(a) = E[eaZ ] とおくと、eaµE[eaσZ ] = eaµf(aσ) である。ゆえに、f(a) = E[eaZ ] を求めれ
ば、E[eaX ] が分かる。Z の確率密度関数は 1√

2π
e−z2/2 であるから、

f(a) = E[eaZ ] =

∫ ∞

−∞
eaz

1√
2π
e−z2/2dz (C.2.3)

= exp
(
a2/2

)
·
∫ ∞

−∞

1√
2π

exp
(
−
(
z2 + 2az + a2

)
/2
)
dz (C.2.4)

= exp
(
a2/2

)
· 1 (C.2.5)

よって、f(a) = E[eaZ ] = exp
(
a2/2

) となる。ゆえに、
E[eaX ] = eaµf(aσ) = eaµ exp

(
a2σ2/2

)
(C.2.6)

である。a = i とおくと、

E[eiX ] = eiµE[eiσZ ] = e−σ2/2eiµ ⇐⇒

E[cos(X)] = e−σ2/2 cos(µ)

E[sin(X)] = e−σ2/2 sin(µ)
(C.2.7)

■

C.3 定理6.1.2の証明� �

� �

定理 C.3.1. （論文 [70]の Theorem 1 の拡張された結果）X = {x}, Z = {z} はそれぞれラ
ベル yi = 0 と yi = 1 に属する入力データセットであり、|X | : |Z| = p : q (p + q = 1) であ
るとする。そして、各データサンプルを次のように表記する：x = (xj)

s
j=1, xj = (xj,d)

L
d=1, z =

(zj)
s
j=1, zj = (zj,d)

L
d=1。異なるラベルに属する入力データを量子回路に同時には入力しないとす

る。入力データの各成分の分布は xj,d ∼ N (µx|j,d, σ
2
x|j,d), zj,d ∼ N (µz|j,d, σ

2
z|j,d) であり、分散は

σmin ≤ σx|∀j,d, σz|∀j,d を満たすとする。また、入力回路は次の図 C.3.1ののように構成されている
とする。ただし、1 ≤ j ≤ s, 1 ≤ d ≤ L である。このとき、ρ = pEX [ρ(x)]− qEZ [ρ(z)] について
次の不等式が成り立つ。

1

2s

w2 +
s∑

j=1

(
p e−Σx|j/2 − q e−Σz|j/2

)2 ≤ Tr
[
(ρ)2

]
≤ 1

2s
(1 + e−Lσ2

min)s (C.3.1)

ただし、sは量子ビット数、Lは入力回路の層数、w = p−q, Σx|j :=
∑L

d=1 σ
2
x|j,d, Σz|j :=

∑L
d=1 σ

2
z|j,d

である。論文内では、s = n, L = D である。
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. . .

. . .

...
...

...

. . .

|0⟩ Ry(x1,1) Ry(x1,2) Ry(x1,L−1) Ry(x1,L)

|0⟩ Ry(x2,1) Ry(x2,2) Ry(x2,L−1) Ry(x2,L)

|0⟩ Ry(xs,1) Ry(xs,2) Ry(xs,L−1) Ry(xs,L)

図 C.3.1: s 量子ビットからなる量子回路。L 層の Ry ゲートからなる。

証明. 回路の構造上、データ入力後の状態はエンタングルメントを持たないので、ρ(x) = ρ(x1)⊗ρ(x2)⊗
· · ·⊗ρ(xs)と表せる。また、Ry のみを用いているから、ρ(xj) = Ry(xj,1+xj,2+· · ·+xj,L) |0⟩⟨0|R†

y(xj,1+

xj,2 + · · ·+ xj,L) である。入力データの成分は独立であるから、

EX [ρ(x)] = EX [ρ(x1)]⊗ EX [ρ(x2)]⊗ · · · ⊗ EX [ρ(xs)] (C.3.2)

が成り立つ。Z についても同様。X と Z のデータセットのサイズの比率が |X | : |Z| = p : q なので、
ρ = ρ+ − ρ− は次で与えられる。

ρ = pEX [ρ(x)]− qEZ [ρ(z)] (C.3.3)

= p
s⊗

j=1

EX [ρ(xj)]− q
s⊗

j=1

EZ [ρ(zj)] (C.3.4)

=: p
s⊗

j=1

ρx|j − q
s⊗

j=1

ρz|j (C.3.5)

よって、Tr
[
(ρ)2

] は次のように書き換えられる。
Tr
[
(ρ)2

]
= Tr

p s⊗
j=1

ρx|j − q
s⊗

j=1

ρz|j

2 (C.3.6)

= p2Tr

 s⊗
j=1

ρx|j

2+ q2Tr

 s⊗
j=1

ρz|j

2− 2pqTr

 s⊗
j=1

ρx|jρz|j

 (C.3.7)

= p2
s∏

j=1

Tr
[
(ρx|j)

2
]
+ q2

s∏
j=1

Tr
[
(ρz|j)

2
]
− 2pq

s∏
j=1

Tr
[
ρx|jρz|j

]
(C.3.8)

Xj =
∑L

d=1 xj,d として ρx|j の行列は次で与えられる。

ρx|j =
1

2

1 + E[cos(Xj)] E[sin(Xj)]

E[sin(Xj)] 1− E[cos(Xj)]

 (C.3.9)

これより、

Tr
[
(ρx|j)

2
]
=

1

2

[
1 + E2[cos(Xj)] + E2[sin(Xj)]

]
(C.3.10)
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ここで、補題 C.2.1と Xj ∼ N (
∑L

d=1 µx|j,d,
∑L

d=1 σ
2
x|j,d) であることから、Σx|j :=

∑L
d=1 σ

2
x|j,d とお

くと、

Tr
[
(ρx|j)

2
]
=

1

2

[
1 + e−Σx|j cos2

(∑L

d=1
µx|j,d

)
+ e−Σx|j sin2

(∑L

d=1
µx|j,d

)]
=

1

2

(
1 + e−Σx|j

)
(C.3.11)

同様に Zj =
∑L

d=1 zj,d, Σz|j :=
∑L

d=1 σ
2
z|j,d とすると、Tr

[
(ρz|j)

2
]
は次のようになる。

Tr
[
(ρz|j)

2
]
=

1

2

(
1 + e−Σz|j

)
(C.3.12)

また、Tr
[
ρx|jρz|j

]
は次のようになる。

Tr
[
ρx|jρz|j

]
=

1

2
[1 + E[cos(Xj)] E[cos(Zj)] + E[sin(Xj)] E[sin(Zj)]]

=
1

2

[
1 + e−(Σx|j+Σz|j)/2 cos

(∑
j
µx|j,d −

∑
j
µz|j,d

)]
(C.3.13)

これより、Tr
[
(ρx|jρz|j)

]
は次の不等式を満たす。

1

2

(
1− e−(Σx|j+Σz|j)/2

)
≤ Tr

[
(ρx|jρz|j)

]
≤ 1

2

(
1 + e−(Σx|j+Σz|j)/2

)
(C.3.14)

したがって、Tr
[
(ρ)2

] は、次の不等式を満たす。
1

2s

p2 s∏
j=1

(1 + e−Σx|j ) + q2
s∏

j=1

(1 + e−Σz|j )− 2pq
s∏

j=1

(1 + e−(Σx|j+Σz|j)/2)

 ≤ Tr
[
(ρ)2

]

≤ 1

2s

p2 s∏
j=1

(
1 + e−Σx|j

)
+ q2

s∏
j=1

(
1 + e−Σz|j

)
− 2pq

s∏
j=1

(
1− e−(Σx|j+Σz|j)/2

) (C.3.15)

不等式 (C.3.15)の左辺の展開した各項について次が成り立つ。(1 ≤ jp ≤ s)

p2 · 1s−t
t∏

p=1

e−Σx|jp + q2 · 1s−t
t∏

p=1

e−Σz|jp − 2pq · 1s−t
t∏

p=1

e−(Σx|jp+Σz|jp )/2 (C.3.16)

=

p t∏
p=1

e−Σx|jp/2 − q
t∏

p=1

e−Σz|jp/2

2

≥ 0 (C.3.17)

この不等式より、不等式 (C.3.15)の左辺は次の式で下から抑えられる。

1

2s

p2 s∏
j=1

(1 + e−Σx|j ) + q2
s∏

j=1

(1 + e−Σz|j )− 2pq

s∏
j=1

(1 + e−(Σx|j+Σz|j)/2)

 (C.3.18)

≥ 1

2s

[
p2(1 + e−Σx|1 + e−Σx|2 + · · ·+ e−Σx|s) + q2(1 + e−Σz|1 + e−Σz|2 + · · ·+ e−Σz|s)

− 2pq(1 + e−(Σx|1+Σz|1)/2 + e−(Σx|2+Σz|2)/2 + · · ·+ e−(Σx|s+Σz|s)/2)
]

(C.3.19)

=
1

2s

(p− q)2 + s∑
j=1

(
p e−Σx|j/2 − q e−Σz|j/2

)2 (C.3.20)
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また、Lσmin ≤ Σx|j , Σz|j により、不等式 (C.3.15)の右辺は次の式で上から抑えられる。

1

2s

p2 s∏
j=1

(1 + e−Σx|j ) + q2
s∏

j=1

(1 + e−Σz|j )− 2pq

s∏
j=1

(1− e−(Σx|j+Σz|j)/2)

 (C.3.21)

≤ 1

2s
(1 + e−Lσ2

min)s (C.3.22)

以上より、w = p− q として Tr
[
(ρ)2

] は上下から次の式で抑えられる。
1

2s

w2 +

s∑
j=1

(
p e−Σx|j/2 − q e−Σz|j/2

)2 ≤ Tr
[
(ρ)2

]
≤ 1

2s
(1 + e−Lσ2

min)s (C.3.23)

■

C.4 定理6.1.4の略証� �

� �

定理 C.4.1. （論文 [70]の Theorem 2 の拡張された結果）X = {x} はラベル yi = 0 に属する入力
データセットであるとする。そして、各データサンプルを次のように表記する：x = (xj)

s
j=1, xj =

(xj,d)
L
d=1, xj,d = (xj,d,1, xj,d,2, xj,d,3)。入力データの各成分の分布は xj,d,k ∼ N (µx|j,d,k, σ

2
x|j,d,k) で

あり、分散は σmin ≤ σx|∀j,d ≤ σmax を満たすとする。また、入力回路は次の図 C.4.1のように構成
されているとする。ただし、1 ≤ j ≤ s, 1 ≤ d ≤ L, 1 ≤ k ≤ 3 である。このとき、ρ := EX [ρ(x)] に
ついて次の不等式が成り立つ。

1

2s
+ e−3sLσ2

max ≤ Tr
[
(ρ)2

]
≤ 1

2s
+ e−Lσ2

min (C.4.1)

ただし、s は量子ビット数、L は入力回路の層数である。論文内では、s = n, L = D である。

. . .

. . .

. . .

|0⟩ U3(x1,1)

Etg1

U3(x1,2)

Etg2

U3(x1,L−1)

EtgL−1

U3(x1,L)

|0⟩ U3(x2,1) U3(x2,2) U3(x2,L−1) U3(x2,L)

|0⟩ U3(xs,1) U3(xs,2) U3(xs,L−1) U3(xs,L)

図 C.4.1: s 量子ビットからなる量子回路。入力回路は、データを入力する U3(xj,d) ゲートの L 層と、
CNOT ゲートや CZ ゲートによってエンタングルメントを生成する層 Etgd′ の L− 1 層からなる。た
だし、1 ≤ j ≤ s, 1 ≤ d ≤ L, 1 ≤ d′ ≤ L− 1 である。

証明. 論文 [70]内の式 (S53)における s2m の固有値が e−σ2
min を超えないことと同様に、e−2σ2

max ≤ A2
2A

2
3

かつ e−σ2
max/2 ≤ A1 であることから e−3σ2

max を下回らないことがわかる。よって、⊗s
j=1 Tj,d の固有値

は e−3s σ2
max を下回らない。

Tr
[
(ρ)2

]
=

1

2s
+ 2s

◦
π0 T1E1 · · · TL−1EL−1TLT ⊤

L E⊤L−1T ⊤
L−1 · · · E⊤1 T ⊤

1
◦
π
⊤
0 (C.4.2)
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であり、第二項は次のように上から抑えられる。

◦
π0 T1E1 · · · TL−1EL−1TLT ⊤

L E⊤L−1T ⊤
L−1 · · · E⊤1 T ⊤

1
◦
π
⊤
0 ≤

∣∣∣ ◦π0∣∣∣2
2
e−Lσ2

min =
2s − 1

22s
e−Lσ2

min ≤ e−Lσ2
min

2s

(C.4.3)

同様に、第二項は次のように下から抑えられる。

e−3sLσ2
max

2s
≤ 2s − 1

22s
e−3sLσ2

max ≤
∣∣∣ ◦π0∣∣∣2

2
e−3sLσ2

max ≤ ◦
π0 T1E1 · · · TL−1EL−1TLT ⊤

L E⊤L−1T ⊤
L−1 · · · E⊤1 T ⊤

1
◦
π
⊤
0

(C.4.4)

ゆえに、拡張された定理を得る。 ■
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